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Résumé

Ce cours est à destination des étudiants de la Licence 3 MIASHS et Informatique
de l’Université Lumière, Lyon 2. Ce document est décomposé en plusieurs parties :

Partie I : essentiellement introductive, elle présente le concept général de la
modélisation en Statistiques, avec les différentes problématiques liées la gestion et
la qualité des variables utilisées pour construire notre modèle de prédiction. Dans
un second temps, on effectue quelques rappels essentiels dans le cadre de l’étude de
fonctions à plusieurs variables que nous serons amenés à exploiter dans les Parties
II et III du présent document.

Partie II : on commence par se concentrer sur l’étude du modèle linéaire simple,
dépendant d’une seule et unique variable explicative en explicitant une relation dite
linéaire. On commence par se concentrer sur un exemple afin de pouvoir comprendre
le problème que l’on cherche à résoudre dans le cadre d’un modèle de régression, tant
d’un point statistiques, que géométrique. On y présente ensuite les hypothèses du
modèle de régression linéaire, la méthode d’estimation par Moindres carrés ordi-
naires et les propriétés des estimateurs afin de pouvoir tester la significativté du
modèle (ou encore de la droite de régression). Cette première partie se termine par
une réécriture du modèle sous forme matricielle, une forme beaucoup plus pratique à
manipuler pour une présentation plus général de ce dernier que l’on étudiera dans la
Section 5. Avant cela, la Section 4 est dédiée à quelques rappels sur les définitions des
lois usuelles en Statistiques ainsi qu’une brève introduction aux vecteurs gaussiens
et à un résultat important qu’est le Théorème de Cochran. Ce dernier sera illustré
par une application sur la variance.
La présentation se poursuit avec la présentation du modèle de régression linéaire mul-
tiple en reprenant la même étude que pour le modèle de régression linéaire simple.
On s’attachera notamment à présenter des méthodes qui permettront de construire
le meilleur modèle possible en détectant les informations redondantes dans les don-
nées, en sélectionnant les meilleurs variables, en analysant les résidus du modèle et
présentant des méthodes détections d’outliers dans les observations.
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Cette partie se terminera en présentant une façon de prendre en compte les variables
qualitatives dans le modèle de régression et une présentation d’un modèle particu-
lier qui dépend d’une variable qualitative qu’est l’ANOVA. Enfin, on présentera une
procédure sous qui permettra d’effectuer toute l’analyse et la recherche d’un bon
modèle à l’aide d’un jeu de données.

Partie III : elle est dédiée à une généralisation du modèle linéaire. On cherche
cette fois-ci à étudier des modèles de régression qui ne cherchent plus directement
à prédire directement la valeur de la variable dépendante à l’aide d’une relation
linéaire, mais par une transformation de cette relation linéaire.
De plus, nous chercherons aussi à prédire les valeurs d’une variable Y qui n’est pas
forcément gaussienne, mais qui peut être distribuée selon une loi de Bernoulli ou
encore une loi de Poisson par exemple. Cela nous conduira à l’étude de la régression
logistique et de la régression de poisson.

A inclure :
Partie III : régression de poisson
Partie IV : régression non paramétrique
Partie V : Modèles linéaires à effets mixtes
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Première partie

Introduction

La modélisation linéaire (ou non linéaire) a pour but de chercher à décrire des phé-
nomènes à l’aide d’une équation liant des variables aléatoires. Plus précisément, on va
chercher à prédire où expliquer les valeurs d’une variable aléatoire Y à l’aide de plusieurs
variables explicatives X1, X2, . . . , Xp.

Pour établir ce lien, nous nous basons sur des observations qui vont nous permettre
d’estimer les paramètres du modèle décrivant le phénomène. Cependant, le processus de
récolte ou de traitement des données est sujet aux erreurs ce qui peut induire un biais
dans le modèle appris. Cette erreur est souvent modéliser par une variable aléatoire ε
dont la nature dépendra du type de modèle considéré.

Finalement, la modélisation consistera à déterminer la fonction inconnue f qui va
permettre de lier la variable à expliquer Y aux variables explicatives X1, . . . , Xp en tenant
compte d’un éventuel bruit (notre erreur) dans les données, i.e.,

Y = f(X) + ε,

où X = (X1, X2, . . . , Xp) et f est la fonction que l’on cherche à déterminer et qui
va dépendre de paramètres.

Ce travail de modélisation est souvent accompagné d’une phase exploratoire des
données.

Statistiques

Exploration + Modélisation −→ Data Mining

Quelques problématiques

La nature de la modélisation change en fonction de la nature de Y :

• si Y est qualitative, on parle alors d’un problème de classification
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• si Y est quantitative, on parlera de problème de régression.

Ce sont des contextes très classiques en modélisation. Il existe un dernier cas, non
traité ici qui correspond au cas où l’on ne dispose pas de variable Y , mais uniquement
des variables explicatives et on cherche à construire des groupes. On parle alors de de
clustering, une méthode souvent appliquée dans la statistique en grande dimension.

Choix du modèle

Il existe plusieurs façons d’estimer la fonction f qui peuvent aboutir à différentes
estimations. Ces dernières peuvent également dépendre de la quantité d’informations uti-
lisée, i.e. du nombre de variables explicatives que l’on va employer.
L’objectif des problèmes de régression que nous étudierons sera de trouver un équilibre
entre :

• un nombre important de variables explicatives : ce qui permettra au
modèle de mieux expliquer les données mais avec un pouvoir prédictif plus
faible, i.e., un risque de mauvaises prédictions plus élevé.

• peu de variables explicatives : le modèle présentera une faible variance,
donc des prédictions potentiellement plus faible. En revanche ce dernier aura
plus de difficultés à expliquer les données.

Cette notion fera ultérieurement référence au compromis biais - variance du
modèle, une notion très importante que vous retrouverez dans un contexte d’apprentis-
sage statistique et qui sera liée à la notion de complexité du modèle. Cette dernière
étant très liée à la quantité d’information, donc de variables employées.

Technique de sélections de modèles

Ces dernières sont souvent classées en deux catégories

Sélection de variables

Elle repose sur des critères statis-
tiques de mesure qualité d’un mo-
dèle qui tiennent compte du nombre
de paramètres employés.
Des tests statistiques sont ensuite
employés pour déterminer si la dif-
férence de résultats est significative
ou non.

Régularisation ou pénalisation

Procédé souvent utilisé dans la sta-
tistiques en grande dimension pour
sélectionner de façon automatique
les variables les plus pertinentes.
Cela se fait en ajoutant des termes
dits de pénalités au sein du pro-
blème que l’on cherche à résoudre.
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Modèles étudiés.

Nous nous intéresserons à plusieurs modèles dans le cadre de ce cours. Le plus
simple étant le modèle linéaire gaussien se présentant sous la forme

Y = f(X) + ε,

où nous ferons l’hypothèse que X sont déterministes et que ε ∼ N (0, σ2), où σ2

désigne la variance ou le bruit présent dans nos données.

La fonction f aura alors une forme très spécifique dans ce contexte. Nous prendrons
une fonction affine de la forme

f(x) = β0 + β1x1 + β2x2 + . . .+ βpxp =

p∑
j=0

βjxj .

Nous verrons également, à travers la régression logistique, comment traiter un
problème de classification avec un modèle dit de régression. Dans ce contexte là, la
variable que l’on cherchera à expliquer

Nous verrons également comment l’ANOVA, présentée en statistiques inférentielles
peut être abordée selon un point de vue différents à l’aide de cette théorie.

Enfin, il sera aussi intéressant de voir que les problèmes de régressions peuvent
aussi être étudiés et développées avec des méthodes non paramétriques, comme la ré-
gression à noyaux ou encore par des méthodes plus informatiques à l’aide de réseaux
de neurones.

Pour l’ensemble de ces modèles, nous en étudierons les propriétés statistiques et
nous verrons les tests qui permettent de montrer la pertinence ou non des informations
utilisées.
Les notions abordées lors du cours de statistiques inférentielles pourront également nous
servir à construire des intervalles de confiance sur les estimateurs mais aussi sur les
prédictions effectuées par le modèle.
Nous attacherons également une grande importance à l’interprétation géométrique des
modèles à l’aide des outils d’algèbre linéaire.

Pré-requis.

Pour ce cours, il sera essentiel d’être à l’aise avec le calcul matriciel, la manipulation
des vecteurs ou encore la notion de projection sur des sous-espaces.
Il est donc vivement conseillé de se reporter au cours disponible à l’adresse suivante.
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Il sera également intéressant de connaître des éléments de base en calcul différentiel,
i.e., sur la dérivation de fonctions à plusieurs variables ainsi que la caractérisation de la
convexité. Une source présentant ces différentes notions est disponible à l’adresse suivante.
On fera cependant un rappel de ces différentes notions d’analyse dans les sections qui
suivent.
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1 Dérivation des fonctions à plusieurs variables

On revient sur les notions fondamentales de dérivabilité des fonctions à plusieurs
et plus précisément sur les notions de fonctions différentiables à l’ordre 1 et à l’ordre 2.

1.1 Fonctions différentiables d’ordre 1

Le nombre dérivée d’une fonction réelle à valeurs réelles f en un point x0 a été
définie comme décrivant l’évolution de la fonction f au voisinage de ce point. Plus préci-
sément, nous l’avions défini comme la variation de f au voisinage de x0 par la quantité

f ′(x0) = lim
h→0

f(x0 + h)− f(x0)

h
.

Dans le cas unidimensionnel, nous n’avions que deux façons de faire tendre h vers
0, par valeurs inférieures ou valeurs supérieures. Dans le cas multi-dimensionnel il ne
faudra plus considérer des h réels mais vectoriels car il existe une infinité de directions
qui pointes vers un point x0, ce qui nous ramène à notre étude des espaces vectoriels et
la décomposition des vecteurs dans une base.
La direction h considérée étant à présent un vecteur de Rn, on peut donc le décomposer
dans une base, la base canonique (e1, e2, . . . , en) par exemple et écrire

h = h1e1 + h2e2 + . . .+ hnen.

Ainsi, en étudiant les variations rapport aux différents vecteurs de la base, on
pourra étudier les variations de la fonctions par rapport à n’importe quel vecteur h et
donc dans n’importe quelle direction.
Ce dernier point laisse donc à penser que la dérivée, que l’on l’appellera gradient, d’une
fonction à plusieurs variables sera donc un vecteur.

De cette remarque, on va donc s’intéresser aux dérivées partielles de la fonction
par à ces différentes composantes.

Définition 1.1: Fonctions partielles

Soit f une fonction définie sur un domaine de D de Rn et x ∈ D.
Pour tout i ∈ J1, nK, on appelle f i

x les fonctions partielle définies par

f i
x(u) = f(x1, x2, . . . , xi−1, u, xi+1, . . . , xn),

où u est tel que {(x1, x2, . . . , xi−1, u, xi+1, . . . , xn)} ⊂ D.
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Une fonction partielle peut finalement être vue comme une fonction d’une seule
variable, i.e., une fonction pour laquelle toutes les variables sont figées sauf une.

Dans le cas où ces différentes fonctions partielles sont dérivables, on parle alors de
derivées partielles.

Définition 1.2: Dérivées partielles

Soit f une fonction définie d’un ensemble D de Rn dans R. Si la fonction f admet

des dérivées partielles en tout point x ∈ D, alors on note
∂f

∂xi
l’application

x 7→ ∂f

∂xi
(x) =

∂f(x1, x2, . . . , xi, . . . , xn)

∂xi
(x).

On peut facilement faire une analogie avec la définition de nombre dérivée pour les
fonctions d’une variable réelle

∂f

∂xi
(x) = lim

h→0

f(x+ hei)− f(x)

h
.

On regardera seulement la variation dans une direction, ou selon une composante,
du vecteur x.

Exemple 1.1. Soit f : Rn → R une fonction affine définie par f(x) = ⟨a,x⟩ + c, où
a ∈ Rn et c ∈ R.
Alors les dérivées partielles de f existent et sont définies, pour tout i ∈ J1, nK par

∂f

∂xi
(x) = a

Exemple 1.2. Considérons la fonction f : R2 → R définie par f(x, y) = e−x2+y2−3xy+
1

x2 + y2 + 1
.

La fonction f admet des dérivées partielles par rapport à x et à y qui sont données par

∂f

∂x
(x, y) = −2xe−x2+y2−3y− 2x

(x2 + y2 + 1)2
et

∂f

∂y
(x, y) = −2ye−x2+y2−3x− 2y

x2 + y2 + 1
.

On peut également définir le concept de fonctions de classe C1 pour les fonctions
à plusieurs variables, il faut et il suffit que les différentes dérivées partielles soient conti-
nues.
Cependant, la généralisation à des fonctions de classe Cn n’est pas aussi évidente. nous
limiterons au cas des fonctions de classe C2 que nous étudierons ultérieurement.
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Maintenant que nous avons introduit les dérivées partielles, on peut introduire la
notion de gradient qui représente la valeur de la dérivée d’une fonction f selon toutes
ses composantes.

Définition 1.3: Gradient

Soit f une fonction définie sur un domaine D de Rn à valeurs dans R et soit a un
point de D. Si f admet des dérivées partielles d’ordre 1 par rapport aux différentes
variables, alors, on appelle gradient de f en a et on note ∇f(a), le vecteur de
Rn définie par

∇f(a) =


∂f

∂x1
(a)

...
∂f

∂xn
(a)


De plus, si f est une fonction de classe C1, alors le gradient est une application
continue de D dans Rn.

Exemple 1.3. Considérons la fonction f : R3 → R définie par

f(x, y, z) = 3x2yz − 2x3y2z4 + ex.

La fonction f admet des dérivées partielles continues en tout point de D et son
gradient est donnée par

∇f(x) =

6xyz − 6(xyz2)2 + ex

3x2z − 4x3yz4

3x2y − 8x3y2z3

 .

Lorsque la fonction est à valeurs vectorielles la notion de gradient change car l’image
n’est plus un simple nombre réel mais un vecteur. Il sera donc important de regarder
comment se comporte les différentes composantes de l’image par la fonction selon les
différentes variables.

Exemple 1.4. Considérons la fonction f : R3 → R3 définie par

f(x, y, z) = (3xy, 6xy,−2yz).

On voit que chaque composante évolue différemment selon les variables x, y et z.
On va donc regarder chaque composante de l’image une par une et leurs différentes déri-
vées partielles.
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On sera donc amenés à calculer un nombre de dérivées partielles qui dépend à la
fois du nombre de variables, mais aussi de la dimension de l’espace d’arrivée. On pourra
alors obtenir, dans le cas d’une fonction à valeurs vectorielles, une matrice, que l’on
appelle la matrice Jacobienne.

Définition 1.4: Matrice Jacobienne

Soit a ∈ Rn et soit f une fonction définie sur un ensemble D de Rn dans Rp telle
que

f(x) = (f1(x), f2(x), . . . , fp(x)) ,

où les fonctions fj sont des fonctions à valeurs réelles qui admettent des dérivées
partielles d’ordre 1.
On appelle matrice jacobienne de f en a, notée Jacf (a) ∈ Rp×n définie par

Jacf (a) =


∂f1
∂x1

(a) . . .
∂f1
∂xn

(a)

...
...

∂fp
∂x1

(a) . . .
∂fp
∂x1

(a)



La matrice Jacobienne est alors une généralisation gradient pour les fonctions à
valeurs réelles.

Exemple 1.5. Soit A ∈ Rp×n, soit f : Rn → Rp définie par f(x) = Ax.

Alors le Jacobien de f est donné par la matrice A elle même.

De façon générale, la dérivée d’une application linéaire est elle même.

Exemple 1.6. Considérons la fonction f : R3 → R3 définie par

f(x, y, z) = (3xy, 6xy,−2yz).

alors la matrice Jacobienne de f en un point (x, y, z) de R3 est donnée par

Jacf (x) =

3y 3x 0
6y 6x 0
0 −2z −2y


Jusqu’à présent, nous avons étudier les dérivées de d’une fonction différentiable f

par rapport au vecteur de la base de Rn. C’est-à-dire que nous avons étudié l’évolution
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de la fonction f par rapport aux vecteurs de bases, i.e. dans n directions différentes.

A partir de cela, nous sommes maintenant capables d’étudier la dérivée de cette
même fonction f dans n’importe quelle direction d ∈ Rn qui va s’écrire

d =
n∑

j=1

djej .

On parle alors de dérivée directionnelle.

Définition 1.5: Dérivée directionnelle

Soit f une fonction définie sur un domaine D ⊂ Rn, x un point de D et d un
vecteur de norme unitaire a. Considérons également la fonction ϕ : R → R par
ϕ(t) = f(x+ td).
Si ϕ est dérivable en 0, alors f est dérivable en x dans la direction d et sa dérivée
est noté Ddf(x)

Ddf(x) = ϕ′(0),

= lim
t→0

ϕ(t)− ϕ(0)

t
,

= lim
t→0

f(x+ td)− f(x)

t
.

a. Pour rappel, cela signifie que ∥d∥ =
∑n

j=1 d
2
j = 1.

Dans le cas où d n’est rien d’autre qu’un vecteur de base, on retrouve la définition
de dérivée partielle.

Proposition 1.1: Dérivée directionnelle

Soit D un sous ensemble de Rn et soit f : D → R une fonction de classe C1 sur
D, x un point de D et d un vecteur unitaire de Rn.
Alors la fonction f possède une dérivée dans la direction d égale à

Ddf(x) = ⟨∇f(x),d⟩.

Démonstration. Repartons de la définition et considérons ϕ(t) = f(x+ td) = f(g(t)) où
g : R → D définie par g(t) = x+ td. On réécrit ainsi la fonction ϕ comme une composée
de deux fonctions. La dérivée est donnée par
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ϕ′(t) = (f ◦ g)′(t) = ⟨∇f(g(t)), Jg(t)⟩.

En t = 0, nous avons :

ϕ′(0) = ⟨∇f(g(0)), Jg(0)⟩ = ⟨∇(f(x)),d⟩.

Regardons un petit exemple avec une fonction affine.

Exemple 1.7. Soit a ∈ Rn et c un nombre réel. Considérons f la fonction affine définie
de Rn dans R par

f(x) = ⟨a,x⟩+ c = a1x1 + . . .+ anxn + c.

Considérons maintenant une direction d = (d1, d2, . . . , dn) de Rn. Alors, pour tout
réel t

ϕ(h) = f(x+ td),

= ⟨a,x+ td⟩+ c,

= a1(x1 + td1) + a2(x2 + td2) + . . .+ an(xn + tdn).

Donc la dérivée directionnelle est donnée par

a1d1 + . . .+ andn = ⟨∇f(x),d⟩.

Ces notions de dérivées, de gradient, nous servent principalement, comme en di-
mension 1 à déterminer une approximation de notre fonction au voisinage d’un point.
Plus précisément, pour le moment, une approximation d’ordre 1 soit une approximation
affine.

Cela suppose de deux choses. Si on note T l’approximation affine de la fonction f
en un point a, alors T doit vérifier

• Il faut que la fonction et son approximation coïncide en le point a où la fonction
est approchée

f(a) = T (a).

• Il faut aussi T devienne aussi proche de f lorsque x tend a et cela plus ra-
pidement que la vitesse de convergence de x vers a, ce que l’on peut traduire
par

lim
x→a

f(x)− T (x)

∥x− a∥
= 0.
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Pour obtenir une expression de cette approximation, nous avons besoin d’introduire
une dernière définition, qui est celle de différentiabilité, même si le terme est déjà
apparu auparavant. Cette définition va faire apparaître une fonction linéaire qui sera
importante dans la définition de notre approximation T .

Définition 1.6: Différentielle des fonctions à plusieurs variables

Soit D un sous-ensemble de Rn, f une application de D à valeurs réelles et a un
point de D. On dit que f est différentiable en a s’il existe une fonction linéaire L
telle que

lim
x→a

f(x)− (f(a) + L(x− a))

∥x− a∥
= 0.

Comme la fonction L est linéaire, elle peut s’écrire

L(x) = ⟨u,x⟩ = u1x1 + u2x2 + . . .+ unxn.

On doit donc avoir

lim
x→a

f(x)− (f(a) + ⟨u,x− a⟩)
∥x− a∥

= 0.

On peut même montrer que le vecteur u dont il fait mention ici n’est rien d’autre
que le vecteur des dérivée partielles de la fonction f évaluées en a, i.e.,

∀ i ∈ J1, nK, ui =
∂f

∂xi
(a).

Ainsi, notre fonction T est définie par

T (x) = f(a) +
n∑

i=1

∂f

∂xi
(a)(xi − ai).

C’est cette dernière quantité

n∑
i=1

∂f

∂xi
(a)(h) =

∂f

∂x1
(a)h1 + . . .+

∂f

∂xn
(a)hn,

que l’on appelle différentielle de f en a évaluée en h.

On remarque de suite que cette différentielle est aussi égale à
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⟨∇f(a),h⟩ == Dhf(a).

Prenons quelques exemples pour mieux comprendre les objets que l’on manipule.

Exemple 1.8. Considérons la fonction f : R2 → R définie par f(x1, x2) = x21 − x22.

Et considérons le vecteur d de R2, d = (1/2,
√
3/2), qui est bien unitaire.

Alors le gradient de la fonction f est donnée par

∇f(x)⊤ =
(
2x1 −2x2

)
.

Ainsi, la dérivée directionnelle de f dans la direction d, qui est aussi la différentielle
de f en x évaluée en d, est donnée par

Ddf(x) = ⟨∇f(x),d⟩ =
(
2x1 −2x2

) 1

2√
3

2

 = x1 −
√
3x2.

Ainsi, on peut évaluer l’accroissement de la fonction f en n’importe quel point x
dans la direction d donnée.

Exemple 1.9. Considérons la fonction f : R2 → R définie par f(x, y) = cos

(
x21
2

)
+x22.

Et considérons le vecteur de R2 d = (4/5, 3/5), qui est bien unitaire.

Alors le gradient de la fonction f est donnée par

∇f(x)⊤ =

(
−x1 sin

(
x21
2

)
2x2

)
.

Ainsi, la dérivée directionnelle de f dans la direction d, qui est aussi la différentielle
de f en x évaluée en d, est donnée par

Ddf(x) = ⟨∇f(x),d⟩ =
(
−x1 sin

(
x21
2

)
2x2

)4

5
3

5

 = −4x1
5

sin

(
x21
2

)
+

6

5
x2.

Par exemple, dans la direction donnée, cet accroissement ne cesse de changer de
signe selon la valeur de x1.
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Avec ces notions, on peut alors définir l’approximation linéaire d’une fonction f au
voisinage d’un point.

Définition 1.7: Approximation affine

Soit D un sous-ensemble de Rn et f une fonction de D dans R.
Alors f possède une approximation affine en a ∈ D, s’il existe une forme linéaire
L telle que pour tout vecteur h vérifiant a+ h ∈ D on ait

f(a+ h) = f(a) + L(h) + o(∥h∥),

où o(∥h∥) représente une fonction qui tend vers 0 lorsque h tend vers 0 plus vite
que ∥h∥.

De plus, si f est de classe C1 sur D, alors on

f(a+ h) = f(a) + ⟨∇f(a), h⟩+ o(∥h∥).

Si on pose h = x− a dans la définition précédente, nous sommes alors en mesure
d’approcher la valeur de la fonction f en n’importe quel point x à partir de sa valeur en
a de sa dérivée en ce point.
Ainsi, comme dans le cas uni-dimensionnel, l’équation

f(a) + ⟨∇f(a),x− a⟩

définit l’hyperplan tangent à f en a.

Exemple 1.10. Considérons la fonction f : R2 → R définie par f(x1, x2) = x21 + x22.

Et considérons le vecteur de R2 a = (1/2, 1/2).

Alors le gradient de la fonction f est donnée par

∇f(x)⊤ =
(
2x1 2x2

)
.

Et le plan tangent de f au point a est donné par l’équation

T (x) = f(a) + ⟨∇f(a),x− a⟩ = −1

2
+ x+ y.

Ce que l’on peut représenter graphiquement comme suit
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−2
0

2 −2

0

2
−5

0

5

x y

−2 0 2 −2 0 2

−5

0

5

x y

Dans la suite, nous allons nous concentrer sur les fonctions qui sont cette fois-ci
deux fois différentiables.

1.2 Fonctions différentiables d’ordre 2

Le fait, pour une fonction d’être deux fois différentiables va nous permettre de
fournir une caractérisation des fonctions convexes Nous pourrons aussi de déterminer la
nature d’un extremum d’une fonction, comme nous l’avons fait dans le cas des fonctions
réelles à valeurs réelles.

Commençons par regarder ce qu’est une fonction deux fois différentiables en défi-
nissant les dérivées partielles d’ordre 2.
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Définition 1.8: Dérivées partielles d’ordre 2

Soit D un sous-ensemble de Rn et x ∈ Rn. Considérons une fonction f de D dans
R dont les dérivées partielles d’ordre 1 admettent des dérivées partielles, i.e., telle

que pour i ∈ J1, nK,
∂f

∂xi
(x) existent et soient différentiables.

Cette dérivée est notée
∂2f

∂xj∂xi
(x).

Si les dérivées premières partielles admettent des dérivées partielles d’ordre 1, alors
les fonctions

∀i, j ∈ J1, nK,
∂2f

∂xj∂xi

sont appelées dérivées partielles d’ordre 2

Exemple 1.11. Reprenons la fonction f : R2 → R définie par

f(x, y) = xy2 − yx2.

Cette fonction admet des dérivées partielles d’ordre 2. Les dérivées partielles d’ordre
1 sont

∂f

∂x
(x, y) = y2 − 2yx et

∂f

∂y
(x, y) = 2xy − x2.

Ainsi, les dérivées partielles d’ordre 2 sont définies par, lorsque l’on dérive deux
fois par rapport à la même variable

∂2f

∂x∂x
(x, y) =

∂2f

∂x2
(x, y) = −2y et

∂2f

∂y∂y
(x, y) =

∂2f

∂y2
(x, y) = 2x.

Et les dérivées dites croisées sont données par

∂f

∂y

(
∂f

∂x

)
(x, y) = 2y − 2x et

∂f

∂x

(
∂f

∂y

)
(x, y) = 2y − 2x.

Dans cet exemple, on remarque que les dérivées partielles croisées sont égales. Ce
n’est pas propre à cet exemple et c’est une conséquence d’un résultat plus général que
l’on appelle le Théorème de Schwarz.
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Théorème 1.1: Théorème de Schwarz

Soit D un sous-ensemble de Rn et f une application de classe C2 de D dans Rn.
Alors

∀ i, jJ1, nK
∂f

∂y

(
∂f

∂x

)
=

∂f

∂x

(
∂f

∂y

)
.

Ce théorème nous dit que dans le cas où la fonction étudiée est de classe C2, donc
les dérivées partielles d’ordre 2 existent et sont continues, alors l’ordre de dérivation n’a
pas d’importance.
Ce résultat peut également servir à montrer qu’une fonction f n’est pas de classe C2.

Exemple 1.12. Soit f la fonction définie de R2 dans R par

f(x, y) =
xy3

x2 + y2
si (x, y) ̸= (0, 0) et f(0, 0) = 0

.

−2 −1 0
1

2−2

0

2
−2

0

2

x
y

La fonction f est bien de classe C1. Les dérivées partielles sont nulles en (0, 0) et
en dehors, nous avons

∂f

∂x
(x, y) = y3

y2 − x2

(x2 + y2)2
et

∂f

∂y
(x, y) = xy2

3x2 + y2

(x2 + y2)2
.

Pour tout y non nul et x non nul respectivement, nous avons

∂f

∂x
(0, y) = −y et

∂f

∂y
(x, 0) = x.

Ainsi
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lim
y→0

∂f

∂x
(0, y)− ∂f

∂x
(0, 0)

y − 0
= −1

et

lim
x→0

∂f

∂y
(x, 0)− ∂f

∂y
(0, 0)

x− 0
= 1

Les dérivées partielles secondes en (0, 0) ne sont pas égales. La fonction n’est donc
pas de classe C2.

Tout comme nous avions défini le Jacobien d’une fonction f , quand cette dernière
était de classe C1, nous définissons ce que l’on appelle une matrice hessienne, pour les
fonctions de classe C2.

Définition 1.9: Matrice Hesienne

Soit f une fonction définie sur un sous-ensemble D de Rn à valeurs dans R et de
classe C2. On appelle matrice hessienne ou parfois hessien de f en un point
x ∈ Rn, la matrice notée

∇2f(x) =

(
∂2f

∂xi∂xj
(x)

)
i,j=1,...,n

.

On peut également rencontrer la notation Hess pour désigner le hessien de la fonc-
tion f .

Plus généralement, si une fonction f est de classe Ck, on peut à nouveau approcher
cette fonction par un développement de Taylor d’ordre au plus k.

Définition 1.10: Formules de Taylor-Young

Soit f une fonction définie sur un sous-ensemble D de Rn à valeurs réelles de classe
Ck et x un point de Rn,

Ainsi, une approximation d’ordre 2 d’une fonction f de classe C2 au voisinage de
x ∈ R2 est donnée, ∀h = (h1, h2) ∈ R2, par

f(x+ h) = f(x) + h1
∂f

∂x1
(x) + h2

∂f

∂x2
(x)
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+
1

2

(
h21

∂2f

∂x21
(x) + 2h1h2

∂2f

∂x1∂x2
(x)

)
+ h22

∂2f

∂x22
(x) + o(∥h∥2),

= f(x) + ⟨∇f(x),h⟩+ 1

2
⟨∇2f(x)h,h⟩+ o(∥h∥2).

On servira de cette approximation lorsque l’on cherchera à étudier le fonctionne-
ment d’algorithmes d’optimisation qui utilise la dérivée seconde de la fonction.

Exemple 1.13. Soit la fonction f : R2 → R définie par

f(x, y) = yex + cos(xy).

Cette fonction f est bien de classe C2 sur R2 et admet donc un développement
limité d’ordre 2 en 0 donnée par

f(x) = f(0) + x
∂f

∂x
(0) + y

∂f

∂y
(0) +

1

2

(
x2

∂2f

∂x2
(0) + 2xyx

∂2f

∂x∂y
(0) + y2x

∂2f

∂y2
(0)

)
,

où la gradient est donné par

∇f(x) =
(
yex − y sin(xy) ex − x sin(xy)

)
soit ∇f(0) =

(
0 1

)
.

La matrice hessienne est donnée par

∇2f(x) =

(
yex − y2 cos(xy) ex − sin(xy)− xy cos(xy)

ex − sin(xy)− xy cos(xy) −x2 cos(xy)

)
soit ∇2f(0) =

(
0 1
1 0

)
.

Donc une approximation de f d’ordre 2 au point 0 est donnée par

f(x) = 1 + y + 2xy.

Nous avons maintenant tous les outils nécessaires à la caractérisations des extrema
d’une fonction, ainsi qu’à l’étude des fonctions convexes.
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2 Recherche d’extrema et applications aux fonctions convexes

On souhaite maintenant regarder comment les outils de calculs différentielles, i.e.,
l’étude de la dérivée des fonctions peut nous permettre de localiser et caractériser les
extrema d’une fonction.
Nous reviendrons également sur les notions de convexité et la caractérisation de la
convexité.

2.1 Retour sur la convexité

Commençons par un retour sur la notion de convexité, elle sera essentielle dans la
caractérisation d’un extremum d’une fonction.

Définition 2.1: Convexité

Soit f une fonction définie sur un domaine D de Rn à valeurs dans R. On dit que
la fonction f est convexe sur D si pour tout u,v ∈ Rn et pour tout α ∈ [0, 1]
nous avons

f(αu+ (1− α)v) ≤ αf(u) + (1− α)f(v).

Dans cette définition, si on remplace le signe ≤ par ≥, on définit une fonction
concave. De plus, si les inégalités larges sont remplacées par des inégalités stricte, la
fonction sera dite strictement convexe ou strictement concave.
On rappelle également que si une fonction f est convexe alors −f est concave et récipro-
quement.

On peut également caractériser la convexité d’une fonction en se basant sur le
gradient de cette dernière ou encore en utilisant la matrice hessienne.

Définition 2.2: Convexité, caractérisation ordre 1

Soit f une fonction de classe C1 sur un ensemble D ∈ Rd, alors
• f est convexe si tout hyperplan tangent à f est en dessous de son

graphe, i.e.,

∀u,v ∈ D, f(u) ≥ f(v) + ⟨u− v, f(v)⟩.

• f est concave si tout hyperplan tangent à f est au dessus de son graphe,
i.e.,

∀u,v ∈ D, f(u) ≤ f(v) + ⟨u− v, f(v)⟩.
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Enfin, la caractérisation d’ordre 2.

Définition 2.3: Convexité, caractérisation ordre 2

Soit f une fonction de classe C2 sur un ensemble D ∈ Rd, alors
• f est convexe si sa matrice hessienne est semi-définie positive,i.e.,

∀u,v ∈ D, u⊤∇2f(v)u ≥ 0.

• f est concave si sa matrice hessienne est semi-définie négative,i.e.,

∀u,v ∈ D, u⊤∇2f(v)u ≤ 0.

Exemple 2.1. Soit f la fonction définie de R2 dans R définie par

f(x, y) = (4− 2y)2 + 5x2 + x+ 3y + 4xy.

On va étudier la convexité de cette dernière.
Commençons par voir que la fonction f est une forme quadratique que l’on peut donc
réécrire sous forme matricielle.

f(x, y) = (4− 2y)2 + 5x2 + x+ 3y + 4xy,

= 16− 16y + 4y25x2 + x+ 3y + 4xy,

= 5x2 + 4y2 + 4xy + x− 13y + 16,

= ⟨Au,u⟩+ ⟨b,u⟩+ 16,

où u =
(
x y

)⊤, A =

(
5 2
2 4

)
et b =

(
1 −13

)⊤
Pour cette forme quadratique, la matrice hessienne est donnée par 2A, or cette

matrice A a une trace et un déterminant positif, ses valeurs propres sont donc positives
et la matrice A est donc positive. Ainsi f est convexe.

2.2 Conditions d’optimalité

Après ce bref rappel sur les fonctions convexes, nous lancer dans la recherche d’ex-
trema d’une fonction f définie de D ⊂ Rd à valeurs dans R.
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x1 x2

Figure 1 – Illustration du concept de minimum local et global d’une fonction. Le point
x1 est le minimum global de la fonction alors que x2 est un simple minimum local.

Définition 2.4: Minimum local et global

Soit f : Rn → R une fonction continue. On dit que u ∈ Rn est minimum local de
f si pour tout voisinage V ⊂ Rn de u (c’est une ensemble qui contient de le point
u) on a :

f(u) ≤ f(v), ∀v ∈ V,

Le point u est un minimum global de la fonction f si et seulement si :

f(u) ≤ f(v), ∀v ∈ Rd.

Noter bien la différence entre local et global, dans le premier cas, on supposera que
la fonction a atteint son minimum dans un espace donné. Dans le second cas, elle ne doit
pas atteindre une valeur plus faible que celle atteinte en u.

En d’autres termes, le minimum d’une fonction f est juste la valeur f(u) où u est
le point en lequel la fonction f atteint son minimum (local ou global) comme illustré par
la Figure 1.

Lorsque l’on peut représenter le graphe de la fonction, il est très simple de localiser
un minimum (ou un maximum). Mais cela devient plus difficile en dimension supérieure.

27 - Modélisation Linéaire - L3-MIASHS - Info



La proposition suivante permet de donner une première caractérisation d’un mini-
mum (local) d’une fonction f . C’est ce que l’on appelle l’inéquation d’Euler.

Proposition 2.1: Inéquation d’Euler

Soit f : Rn → R une fonction continue et U un ensemble convexe non vide de Rn.
Considérons également u ∈ U un minimum de relatif de f par rapport à U . Si f
est différentiable en u, alors

∇⟨f(u), (v − u)⟩ ≥ 0, ∀v ∈ U

Cela signifie simplement que si on évalue le gradient de f en u alors la fonction
sera croissante dans n’importe quelle direction v − u

Démonstration. Supposons que u est un minimiseur relatif par rapport à notre ensemble
U . Alors pour tout tout α > 0 et tout vecteur v tels que α(u− v) ∈ U , nous avons

f(u) ≤ f(u+ α(u− v)).

Ainsi

f(u)− f(u+ α(u− v))

α
≥ 0.

En prenant la limite lorsque α tend vers 0, on trouve que

Ddf(u) ≥ 0.

Mais ce résultat est rarement utilisé en pratique Si on revient à la Figure 1, on
remarque que les extrema sont localisés en les points où le gradient de la fonction f
s’annule. Cette condition d’optimalité est est connue sous le d’équation d’Euler.

Proposition 2.2: Equation d’Euler

Soit f : Rn → R une fontion continue et différentiable en u ∈ Rn. Si u est un
extremum alors :

∇f(u) = 0.

28 - Modélisation Linéaire - L3-MIASHS - Info



Démonstration. On fait la preuve dans le cas où u est un minimum, mais elle est ana-
logue dans le cas où u est un maximum.

En utilisant la définition de minimum dans un voisinage de u, i.e., ∀v ∈ Rn,∃t > 0
tels que u+ tv ∈ V , nous avons

f(u) ≤ f(u+ tv) = f(u) +∇f(u)⊤(tv) + tv⊤ε(tv), t ≪ 1

⇐⇒ 0 ≤ ∇f(u)⊤(tv) + tv⊤ ε(tv),

où ε est une fonction vectorielle dont les composantes tendent vers 0 lorsque t tend
vers 0.
En divisant par t > 0 et en prenant la limite lorsque t → 0, on obtient :

0 ≤ ∇f(u)v

En remplaçant maintenant v par −v on a, de façon similaire :

0 ≤ −∇f(u)⊤v.

Ainsi pour tout v ∈ Rn on a ∇f(u)⊤v = 0 et donc ∇f(u) = 0.

Les solutions de l’équation d’Euler définissent ce que l’on appelle des points cri-
tiques ou des valeurs critiques.

Faites bien attention ! Cette proposition ne donne qu’une condition nécessaire pour
trouver un extremum d’une fonction, mais un peu point critique n’est pas forcément un
extremum, la condition n’est pas suffisante comme nous avons pu le voir dans le cas
unidimensionnel.

Exemple 2.2. Soient les fonctions f et g respectivement définies par
1

2
(x − 2)2 − 2 et

1

2
x3 − 1 dont la représentation est donnée ci-dessous.
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x x

Les points x des deux graphes sont solutions de l’équation d’Euler ∇f(x) = 0 et
∇g(x) = 0 respectivement. Cependant, s’il s’agit bien d’un point en lequel la fonction f
atteint son minimum, on ne peut pas dire que le point x soit un point en lequel la fonction
g atteint un extremum.

Cet exemple montre qu’il est important de définir des critères qui permettent de
caractériser la nature d’un point critique : minimum, maximum ou ... ni l’un ni l’autre.

Caractérisation des extrema

Étant donnée une solution u de ∇f(u) = 0, on peut dire que :

• u est un minimum local si ∇2f(u) = Hessf (u) ≥ 0, i.e. si la matrice
hessienne de la fonction f évaluée en u est semi-définie positive. Cela
signifie qu’en ce point, la fonction f est localement convexe !
Ce point est un minimum global si f est convexe sur son ensemble de
définition ou si pour tout v ̸= u on a f(u) ≤ f(v).

• u est un maximum local si ∇2f(u) = Hessf (u) ≤ 0, i.e. si la matrice
hessienne de la fonction f évaluée en u est semi-définie négative. Cela
signifie qu’en ce point, la fonction f est localement convexe !
Ce point est un minimum global si f est convexe sur son ensemble de
définition ou si pour tout v ̸= u on a f(u) ≤ f(v).

• Dans les autres cas, on ne peut rien dire ou il faut procéder à une étude
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plus poussée.

Exemple 2.3. Soit f la fonction définie de R2 dans R définie par

f(x, y) = (4− 2y)2 + 5x2 + x+ 3y + 4xy.

On va étudier la convexité de la fonction f et chercher ses extremum.

Commençons par voir que la fonction f est une forme quadratique que l’on peut
donc réécrire sous forme matricielle.

f(x, y) = (4− 2y)2 + 5x2 + x+ 3y + 4xy,

= 16− 16y + 4y25x2 + x+ 3y + 4xy,

= 5x2 + 4y2 + 4xy + x− 13y + 16,

= ⟨Au,u⟩+ ⟨b,u⟩+ 16,

où u =
(
x y

)⊤, A =

(
5 2
2 4

)
et vb =

(
1 −13

)⊤
Pour cette forme quadratique, la matrice hessienne est donnée par 2A, or cette

matrice A a une trace et un déterminant positif, ses valeurs propres sont donc positives
et la matrice A est donc positive. Ainsi f est convexe.

Pour rechercher ses extrema, on commence par résoudre l’équation d’Euler

∇f(u) = 2Au+ b = 0.

Cela nous amènes à résoudre le système{
10x+ 4y + 1 = 0,
4x+ 8y − 13 = 0.

La solution de ce système est donnée par le vecteur

u =

(
x
y

)
=

−30

32
67

32

 .

La fonction f étant convexe, il s’agit du minimum global de la fonction f .
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Etudions un deuxième exemple qui n’implique pas une forme quadratique.

Exemple 2.4. Soit f la fonction définie de R2 dans R définie par

f(u) = f(x, y) = 2x2 + 4(y − 2)2 + 4x+ 6y − 2xy + 2y3.

On va reprendre la même étude que précédemment.
Nous avons un terme cubique donc on ne peut pas exprimer cette fonction à l’aide d’une
matrice comme nous l’avons fait dans l’exemple précédent.

La matrice hessienne de notre fonction est donnée par

Hessf (u) =

(
4 −2
−2 12y + 8

)
Remarquons que la trace et le déterminant de cette matrice sont respectivement

égales à 12y+12 et 48y+28. Ces deux quantités sont positives si et seulement si y ≥ − 7

12
.

Ainsi la fonction est convexe sur R×
[
− 7

12
,+∞

[
.

Elle est concave si 12y + 12 est négatif et 48y + 28 est positif, donc si y vérifie y ≤ −1

et y ≥ − 7

12
. Ces deux conditions sont incompatibles donc la fonction n’est ni convexe, ni

concave en dehors de l’ensemble R×
[
− 7

12
,+∞

[
.

Pour trouver les extrema de cette fonction, on doit résoudre le système

∇f(u) = 0 ⇐⇒
{

4x+ 4− 2y = 0,
6y2 + 8y − 2x− 10 = 0.

⇐⇒
{

2x = y − 2,
6y2 + 7y − 8 = 0.

Ce système admet deux solutions u1 et u2 qui sont

u1 =

−31

24
−

√
241

24

− 7

12
−

√
241

12

 et u2 =

−31

24
+

√
241

24

− 7

12
+

√
241

12


Le premier point u1 voit sa deuxième composante être plus petite que −1, il ne

s’agit donc ni d’un minimum, ni d’un maximum. Quant au deuxième point, sa deuxième
composante est strictement positive, il s’agit donc d’un minimum local de cette fonction.
Ce n’est pas un minimum global, car la fonction f tend vers −∞ lorsque ytend vers −∞.

Regardons un dernier exemple
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Exemple 2.5. Etudions f : [−2, 2]2 → R définie par

f(x) = 4 +
(
x21 − 2 cos(2πx1)

)
+
(
x22 − 2 cos(2πx2)

)
.

Cette fonction est intéressante car elle admet plusieurs minima locaux mais un seul
minimum global. Elle est souvent utilisée pour tester l’efficacité d’un algorithme d’opti-
misation.

−2 −1 0
1

2−2

0

2
0

5

10

On peut voir que cette fonction n’est ni convexe, ni concave globalement. On peut
regarder le gradient de cette fonction

∇f(x) =
(
2x1 + 4π sin(2πx1) 2x2 + 4π sin(2πx2)

)
.

Les solutions de l’équation d’Euler sont données par la résolution du système

x1 = −2π sin(2πx1),

x2 = −2π sin(2πx2).

Les deux équations sont indépendantes mais sont globalement difficiles à résoudre
... sauf si on garde l’esprit que sin(x) ∈ [−1, 1]. Ainsi, on peut voir que le vecteur nul est
un point critique, qui est aussi le minimum global de la fonction.
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Deuxième partie

Modèles Linéaires Gaussiens

Nous plaçons à présent dans un cadre bien précis, où nous cherchons à expliquer
les valeurs prises par une variable aléatoire quantitative Y en fonction des valeurs prises
par un ensemble de variables X1, X2, . . . , Xp quantitatives ou qualitatives telles que

Y = f(X) + ε,

où X = (X1, X2, . . . , Xp) et où, d’où le nom Gaussien, ε ∼ N (0, σ2) où σ2 est
inconnue.
Nous ferons également l’hypothèse que la fonction f considérée est une fonction linéaire,
i.e., notre modèle peut s’écrire

Y = β0 + β1X1 + β2X2 + . . . βpXp + ε.

Les valeurs du vecteur β = (β0, β1, β2, . . . , βp) sont alors à déterminer.

Pour cela nous disposons d’un jeu de données qui va nous permettre d’obtenir une
estimation de ces paramètres à l’aide d’un critère que l’on va définir et que l’on cherchera
à minimiser. Cela se présentera sous la forme d’un problème d’optimisation

min
β∈Rp+1

φ(β).

On cherchera à résoudre ce problème avec un échantillon de données S = {(xi, yi)}ni=1

et xi ∈ Rp tel que

y1 = β0 + β1X1,1 + β2X1,2 + . . .+ βpX1,p + ε1,

y2 = β0 + β1X2,1 + β2X2,2 + . . .+ βpX2,p + ε2,

. . . = . . .

yn−1 = β0 + β1Xn−1,1 + β2Xn−1,2 + . . .+ βpXn−1,p + εn−1,

yn = β0 + β1Xn,1 + β2Xn,2 + . . .+ βpXn,p + εn,
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où Xi,j indique la j-ème caractéristique de l’individu i.

Regardons un exemple où l’on souhaite prédire le score obtenu à un deuxième exa-
men, en fonction du score obtenu à un premier examen pour un ensemble de 10 étudiants.

Nos données se présentent comme suit

Y : Score examen 2 3.5 4 5 1 2 1.5 2.5 5.5 6 6.5
X : Score examen 1 4 3 3.5 1 1.5 1 1.5 4 3.5 4.5

L’objectif sera ici d’apprendre les coefficients de la droite de régression. Nous pou-
vons représenter graphiquement les données sur le graphe ci-dessous, ainsi que la droite
obtenu

0 1 2 3 4 5
0

1

2

3

4

5

6

7

X = Score 1

Y
=

Sc
or

e
2

Données
Régression linéaire: y = 1.32 · x+ 0.13

L’objectif sera d’étudier comment nous pouvons déterminer ces coefficients à l’aide
notre jeu de données.

Nous pousserons également notre étude en étudiant les propriétés statistiques des
estimateurs β̂ obtenus de β, construire des intervalles de confiance sur ces derniers ou
encore sur les prédictions effectuées par le modèle.
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3 Modèle Linéaire Gaussien simple

Dans cette première partie, on va s’intéresser au modèle linéaire simple, c’est-
à-dire le modèle où l’on cherche à prédire les valeurs de la variable Y uniquement en
fonction d’une seule variable X.
Notre modèle s’écrira donc

Y = β0 + β1X + ε,

où β0 représente l’ordonnée à l’origine du modèle (intercept en anglais) et β1 re-
présente le coefficient directeur de notre droite (slope en anglais).
C’est ce coefficient β1 qui va décrire l’impact de la variable X sur la variable Y .

Pour être plus exact d’un point de vue mathématiques, nous devrions employer le
terme affine et non linéaire, dans la mesure où la droite apprise ne passe pas forcément
par l’origine, sauf si β0 = 0.

Dans la suite, nous supposerons également que la variable explicative X suit une
distribution normale.
Essayons maintenant de comprendre comment nous pouvons estimer ces paramètres.

3.1 Hypothèse du modèle Gaussien

Notre modèle gaussien simple (car on n’utilise qu’une seule variable) va chercher
expliquer la relation qui existe entre deux variables quantitatives X et Y par une relation
affine

Y = β0 + β1X + ε,

où Y ∈ R désigne la variable à expliquer, X ∈ R la variable explicative, β = (β0, β1)
les paramètres du modèle que l’on cherche à estimer et ε est un terme d’erreur aléatoire.

Nous avons dit que pour estimer les paramètres du modèle, nous utilisons un jeu
de données S = {(xi, yi)}ni=1, i.e.,

∀i ∈ J1, nK, Yi = β0 + β1Xi,1 + εi.

Hypothèses Modèle Gaussien

Nous formulons les hypothèses suivantes pour notre modèle linéaire gaussien :

36 - Modélisation Linéaire - L3-MIASHS - Info



1. (Yi, Xi)
n
i=1 doivent être i.i.d, i.e. indépendantes et identiquement distri-

buées,

2. Yi ∼
i.i.d.

N (β0 + β1Xi+, σ2)

3. εi ∼
i.i.d

N (0, σ2) : hypothèse d’homoscédasticité.

Les première et deuxième hypothèses précisent que les valeurs Yi sont observées et
aléatoires alors que les valeurs Xi sont observées et non aléatoires (on dit aussi dé-
terministes). La troisième hypothèse précise que les erreurs sont aléatoires et distribuées
selon une loi gaussienne : (i) centrée, (ii) de variance inconnue σ2 et (iii) indépendantes.
Ce dernier point signifie que la covariance entre les erreurs associées à des individus i
et j est nulle, i.e., Cov[εi, εj ] = 0, ∀ i ̸= j.

3.2 Optimisation

Notre objectif est de déterminer les valeurs des paramètres du modèle telles que
la valeur prédite ŷi = β̂0 + β̂1xi soit la plus proche de la valeur yi pour les différents
individus xi, i = 1, . . . , n.
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Données
Régression linéaire: y = 1.32 · x+ 0.13

Nous pourrions donc être tentés d’évaluer cet écart yi − ŷi = εi sur l’ensemble des
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individus, i.e., nous pourrions chercher à résoudre le problème

min
β0,β1∈R

n∑
i=1

εi = min
β0,β1∈R

n∑
i=1

yi − ŷi = min
β0,β1∈R

n∑
i=1

yi − (β0 + β1xi).

Mais cela ne serait pas une bonne définition des erreurs des modèles, que l’on ap-
pelle aussi les résidus. En effet, les erreurs devraient être comptés positivement or ici
εi = yi − ŷi peuvent être positives ou négatives, ce qui entraîne des phénomènes de com-
pensations. De plus, par définition, ces erreurs sont centrées, donc la somme des erreurs,
ainsi définies, serait égale à 0.

Nous pourrions prendre la valeur absolue de la différence entre l’observation
yi et la prédiction ŷi, i.e.

min
β0,β1∈R

n∑
i=1

|yi − (β0 + β1xi)| ,

mais ce problème reste difficile à résoudre sur le plan mathématiques. Nous préfé-
rons donc minimiser le carré de la distance entre yi et ŷi. On parle de recherche des
paramètres par la méthodes moindres carrés. Cette méthode a un avantage considé-
rable, contrairement à la méthode par maximum de vraisemblance que l’on verra plus
tard, car elle ne nécessite aucune hypothèse sur la distribution des erreurs.
On va donc résoudre le problème

min
β0,β1∈R

n∑
i=1

ε2i = min
β0,β1∈R

n∑
i=1

(yi − ŷi)
2 = min

β0,β1∈R

n∑
i=1

(yi − (β0 + β1xi))
2 .

3.3 Expression des solutions

Avant de présenter l’expression des solutions de notre problème d’optimisation,
nous rappelons le résultat suivant de probabilités

Rappels de probabilités. On rappelle les résultats suivants de probabilités.
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Lemme 3.1: Variance de variables aléatoires

Considérons X et Y des variances aléatoires qui admettent des moments d’ordre
2, i.e. qui admettent une variance. Alors,

(i) concernant la variance d’une variable aléatoire, nous avons la Formule
de Koenig-Huygens :

Var[X] = E[X2]− (E[X])2 .

(ii) la covariance entre deux variables aléatoires est aussi égale à

Cov[X,Y ] = E[XY ]− E[X]E[Y ].

Démonstration. Nous démontrons les deux points séparément

(i) Formule de Koenig-Huygens. On repart de la définition de la variance

Var[X] = E
[
(X − E[X])2

]
↓ en développant l’expression

= E
[
X2 − 2X E[X]− E[X]

]
,

↓ par linéarité de l’espérance

= E[X2]− 2E[X]2 + E[X2],

Var[X] = E[X2]− E[X]2.

(ii) Egalité sur la covariance. Même principe, on repart de la définition de la
covariance.

Cov[X,Y ] = E [(X − E[X])(Y − E[Y ])] ,

↓ on développe

= E [XY − E[X]Y − Y E[X] + E[X]E[Y ]] ,

↓ linéarité de l’espérance

= E[XY ]− E[X]E[Y ]− E[Y ]E[X] + E[X]E[Y ],

Cov[X,Y ] = E[XY ]− E[X]E[Y ].

Le lemme précédent va nous permettre de fournir une preuve plus simple quant à
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l’expression des paramètres optimaux de notre modèle de régression.

Proposition 3.1: Problème de régression linéaire

On considère le problème de régression linéaire gaussien de la forme

Y = β0 + β1X ++ε.

Les paramètres a et b sont solutions du problème d’optimisation

min
β0,β1∈R

n∑
i=1

ε2i = min
β0,β1∈R

n∑
i=1

(yi − ŷi)
2 = min

β0,β1∈R

n∑
i=1

(yi − (β0 + β1xi))
2.

Dont les solutions sont donnés par

β̂1 =
Cov[X,Y ]

Var[X]
=

1

n

∑n
i=1(xi − x̄)(yi − ȳ)

1

n

∑n
i=1(xi − x̄)2

et β̂0 = E[Y ]−E[X]×β̂1 = ȳ−β̂1×x̄.

Démonstration. La fonction L que l’on cherche à optimiser est une fonction convexe en
les variables β0 et β1, elle admet donc une unique solution. Cette solution est obtenue
en résolvant l’équation d’Euler se présentant sous la forme d’un système linéaire

∂L

∂β1
= 0 ⇐⇒ −2

n∑
i=1

(yi − β1xi − β0)xi = 0, (1)

∂L

∂β0
= 0 ⇐⇒ −2

n∑
i=1

(yi − β1xi − β0) = 0. (2)

On se concentre sur l’équation (2) pour le moment, on va la développer. Ce qui
nous permet d’écrire

−2
∑n

i=1(yi − β1xi − β0) = 0,

⇐⇒
∑n

i=1 yi − β1
∑n

i=1 xi − nβ0 = 0,

⇐⇒ 1

n

∑n
i=1 yi − β1

1

n

∑n
i=1 xi = β0,

⇐⇒ ȳ − β1x̄ = β0.

On obtient une expression de l’estimateur β̂0 de β0, elle dépend de β1 dont on
va pouvoir déterminer l’expression en injectant la valeur de β dans l’équation (1).
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−2
∑n

i=1(yi − β1xi − β0)xi = 0,

⇐⇒
∑n

i=1 yixi − β1
∑n

i=1 x
2
i − β0

∑n
i=1 xi = 0,

⇐⇒
∑n

i=1 yixi − β1
∑n

i=1 x
2
i −

∑n
i=1 xi

(
1

n

∑n
i=1 yi − β1

1

n

∑n
i=1 xi

)
= 0,

⇐⇒
∑n

i=1 yixi −
1

n
(
∑n

i=1 xi) (
∑n

i=1 yi)− β1

(∑n
i=1 x

2
i −

1

n
(
∑n

i=1 xi)
2

)
= 0,

⇐⇒

∑n
i=1 yixi −

1

n
(
∑n

i=1 xi) (
∑n

i=1 yi)∑n
i=1 x

2
i −

1

n
(
∑n

i=1 xi)
2

= β1,

⇐⇒ Cov[x, y]

Var[x]
= β1,

où la dernière équivalence est une conséquence du lemme 3.1

Etudions maintenant les propriétés de ces estimateurs.

3.4 Propriétés des estimateurs β̂0 et β̂1

Nous cherchons maintenant à étudier le biais des estimateurs obtenus par méthodes
des moindre carrés ainsi que leurs variances. Cela nous permettra de construire des sta-
tistiques de test qui prouveront, ou non, la significativité des paramètres.

Propriétés de la pente du modèle de régression Commençons d’abord par mon-
trer que β̂0 est un estimateur sans biais de a, c’est-à-dire que E[β̂0] = β0. On utilisera le
fait que

• E[yi] = β0 + β1xi
• E[ȳ] = β0 + β1x̄

Ainsi, l’espérance du

E[β̂1] =
∑n

i=1(xi − x̄)E[yi − ȳ]∑n
i=1(xi − x̄)2

,

=

∑n
i=1(xi − x̄)(E[yi]− E[ȳ])∑n

i=1(xi − x̄)2
,
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=

∑n
i=1(xi − x̄)(β0 + β1xi − β0 − β1x̄)∑n

i=1(xi − x̄)2
,

= β1

∑n
i=1(xi − x̄)(xi − x̄)∑n

i=1(xi − x̄)2
,

E[β̂1] = β1.

On peut maintenant faire de même avec la variance de l’estimateur afin de déter-
miner son écart-type, ce qui nous servira à tester la significativité de la pente, mais aussi
à construire l’intervalle de confiance sur l’estimation du paramètre.

Pour cela on utilisera le fait que l’on peut écrire :

β̂1 = β1 +

∑n
i=1(xi − x̄)εi∑n
i=1(xi − x̄)2

= β1 +
n∑

i=1

ωiεi, où ωi =
xi − x̄∑n

i=1(xi − x̄)2

Cette égalité est une conséquence du fait que yi = β0 + β1xi + εi et ȳ = β0 + β1x̄.

On peut alors déterminer la variance de notre estimateur à l’aide de cette relation :

Var[β̂1] = E
[
(β̂1 − E[β̂1])2

]
,

= E

[
(β1 +

n∑
i=1

ωiεi − β1)
2

]
,

= E

( n∑
i=1

ωiεi

)2
 ,

= E

[
n∑

i=1

(ωiεi)
2 + 2

n∑
i<i′

εiεi′ωiωi′

]
,

=

n∑
i=1

E
[
ε2i
]︸ ︷︷ ︸

=Var[εi]=σ2

ω2
i + 2

n∑
i<i′

E [εiεi′ ]︸ ︷︷ ︸
=0

ωiωi′ ,

Var[β̂1] =
σ2∑n

i=1(xi − x̄)2
.

La variance de l’estimateur Var[β̂1] dépend de la variance des erreurs σ2 qui est
pour le moment inconnue. Nous formulerons la même remarque au sujet de la variance
de l’estimateur Var[β̂0] par la suite.

42 - Modélisation Linéaire - L3-MIASHS - Info



Propriétés de l’ordonnée à l’origine du modèle de régression Nous reprenons
la même étude. On peut commencer par remarquer que

β̂0 = β0 + (β1 − β̂1)x̄.

En effet, repartons de l’expression de l’estimateur

β̂0 = ȳ − β̂1x̄,

↓ on utilise le fait que ȳ = β1x̄+ β0

= β1x̄+ β0 − β̂1x̄,

= β0 + (β1 − β̂1)x̄.

Commençons par l’espérance :

E[β̂0] = E[β0 + (β1 − β̂1)x̄],

↓ linéarité de l’espérance

= E[β0] + E[(β1 − β̂1)x̄],

↓ seul β̂1 est aléatoire ici

= β0 + (β1 − E[β̂1])x̄,
↓ on a vu que E[β̂1] = β1

= β0.

Regardons enfin l’espérance de cette estimateur, pour cela on va repartir de la
définition de départ

Var[β̂0] = Var
[
ȳ − β̂1x̄

]
,

↓ définition de la variance

= Var

[
1

n

n∑
i=1

yi

]
+ V ar

[
β̂1x̄
]
− 2Cov

[∑n
i=1 yi
n

, β̂1x̄

]
,

↓ seul les yi et β̂1 sont aléatoires

=
1

n2
Var

[
n∑

i=1

yi

]
+ x̄2Var[β̂1]−

2x̄

n
Cov

[
n∑

i=1

yi, β̂1

]
,

↓ or V ar[yi] = σ2 et les yi sont indépendants

↓ on a déjà calculé la variance de β̂1
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=
σ2

n
+

x̄2σ2∑n
i=1(xi − x̄)2

− 2x̄

n
Cov

[
n∑

i=1

yi,
n∑

i=1

ωiεi

]
,

↓ on utilise le fait yi = β1xi + β0 + εi

=
σ2

n
+

x̄2σ2∑n
i=1(xi − x̄)2

− 2x̄

n
Cov

[
n∑

i=1

εi,

n∑
i=1

ωiεi

]
,

↓ on utilise le fait que les erreurs sont indépendantes, i.e. Cov[εi, εj ] = 0.

=
σ2

n
+

x̄2σ2∑n
i=1(xi − x̄)2

− 2x̄

n

n∑
i=1

V ar[εi]ωi,

↓ or Var[εi] = σ2 et
n∑

i=1

ωi = 0

V ar[β̂0] =
σ2

n
+

x̄2σ2∑n
i=1(xi − x̄)2

=
σ2
∑n

i=1 x
2
i

n
∑n

i=1(xi − x̄)2
.

On observe que la variance des estimateurs dépend de la variance inconnue σ2 de
la distribution des données yi.
Il nous faudra trouver une estimation de cette variance.

3.5 Estimation de la variance σ2

Dans le cas du modèle linéaire simple, nous pouvons obtenir deux estimations de
cette variance en se concentrant sur les résidus du modèle.

Si on procède à l’estimation de σ2 par maximum de vraisemblance, nous pouvons
montrer qu’un estimateur est donné

σ̂2 =
1

n

n∑
i=1

(
yi − (β̂0 + β̂1xi)

)2
.

Mais cette estimateur là est biaisé. Une version débiaisée de cette estimateur est
donnée par l’expression.

σ̂2 =
1

n− 2

n∑
i=1

(
yi − (β̂0 + β̂1xi)

)2
.

Il faut donc diviser la somme des carrés des résidus εi par n− 2 et non par n. Si
pour le moment le fait de diviser par n− 2 n’est pas expliquée, nous pourrons noter que
le 2 correspond au nombre de paramètres dans notre modèle de régression β0 et β1.
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Nous justifierons ce facteur là lorsque nous traiterons le cas général, i.e., lors de la
présentation du modèle linéaire multiple.

Déterminer l’espérance et la variance de ces estimateurs va nous permettre de voir
si modèle appris est intéressant, i.e. sommes nous capable de prédire correctement
les valeurs de variable Y à l’aide des valeurs de X et de cette relation linéaire.

3.6 Mesure du lien entre la variable explicative et la variable à expli-
quer

Nous avons déjà introduit une mesure permettant d’étudier le lien entre deux va-
riables aléatoires X et Y , la covariance. Mais la valeur de cette dernière dépend de
l’ordre de grandeur des valeurs prises par les différentes variables aléatoires. Ainsi, pour
mesurer le lien entre deux variables aléatoires, on calcule le coefficient de corrélation
linéaire.

Définition 3.1: Coefficient de corrélation linéaire

Soient X et Y deux variables aléatoires admettant des moments d’ordre 2. On
appelle coefficient de corrélation linéaire entre les variables X et Y la quantité ρ
définie par

ρ =
Cov[X,Y ]√
Var[X] Var[Y ]

.

Si |ρ| est proche de 1, on dira que la corrélation entre les deux variables est forte,
à l’inverse, si elle proche de 0, elle sera faible.
De plus, une valeur négative de ρ signifie que, globalement, valeurs croissantes de X
impliquent des valeur décroissantes de Y (et réciproquement), i.e. la pente de la droite
de régression sera négative. De même, une valeur positive de ρ signifie que des valeurs
croissantes des X impliquent des valeurs croissantes de Y (et réciproquement), i.e. la
pente de la droite de régression sera positive.

3.7 Lien entre la pente du modèle β̂1 et le coefficient de corrélation ρ̂

On rappelle que l’estimateur β̂1 de la pente de notre modèle de régression et l’es-
timateur du coefficient de corrélation ρ̂ sont respectivement données par

β̂1 =
s2X,Y

s2X
et ρ̂ =

s2X,Y

sXsY
,

45 - Modélisation Linéaire - L3-MIASHS - Info



où s2X,Y désigne la covariance empirique entre X et Y et sX et sY désignent res-
pectivement les écart-types des variables aléatoires X et Y .

Le coefficient de corrélation linéaire ρ̂ est directement relié à la pente de la droite
de régression β̂1 par la relation

β̂1 = ρ̂

√
s2Y
s2X

,

où ρ̂ désigne l’estimateur empirique du coefficient de corrélation, s2X et s2Y sont les
estimateurs de la variances des variables aléatoires X et Y . Ainsi, nous pourrons indif-
féremment tester la force du lien entre les deux variables aléatoires X et Y ou tester la
significativité de la pente du modèle.

3.8 Significativité du modèle

Étant donnée la remarque précédemment formulée nous pouvons donc nous inté-
resser indifféremment à une des deux quantités.

Significativité de la pente On effectue le test afin de savoir si la pente est significa-
tivement différente de 0. Les hypothèses sont les suivantes :

H0 : β1 = 0 v.s. h1 = β1 ̸= 0

Notre estimateur de la pente, β̂1, suit une distribution normale, tout comme la
variable aléatoire Y . Les paramètres de cette loi, calculés en Section 3.4 permettent
d’écrire que

β̂1 ∼ N
(
β1,

σ2∑n
i=1(xi − x̄)2

)
.

Donc

β̂1 − β1√
σ2∑n

i=1(xi − x̄)2

∼ N (0, 1).

De plus, d’après ce que nous avons vu en Section 3.5, un estimateur de la variance
est donnée par
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σ̂2 =
1

n− 2

n∑
i=1

(xi − x̄)2.

Donc

(n− 2)σ̂2

σ2
∼ X 2

n−2.

Ainsi

ttest =

β̂1 − β1√
σ2∑n

i=1(xi − x̄)2√√√√ (n− 2)σ̂2

σ2

n− 2

=

β̂1 − β1√
σ2∑n

i=1(xi − x̄)2√√√√ (n− 2)σ̂2

σ2

n− 2

=
sous H0

β̂1√
σ̂2∑n

i=1(xi − x̄)2

∼ Tn−2.

On rappelle que l’on est amené à rejeter H0, au seuil de significativité α ∈ [0, 1] si
la statistique de test ttest se trouve en dehors de l’intervalle de confiance de niveau 1−α,
i.e. si

ttest /∈ [tα/2,n−2, t1−α/2,n−2].

On pourrait aussi comparer la p-valeur = 2P[T ≥ |ttest|] au seuil de significativité
α et rejeter H0 dans le cas où la p-valeur est inférieure à ce seuil.

Remarque : nous verrons ultérieurement pourquoi le quotient étudié ci-dessus nous
donne bien une loi de Student Tn−2.

Significativité de la corrélation On cherche maintenant à effectuer la même analyse
mais en étudiant cette fois-ci la significativité du coefficient de corrélation ρ.

Le test nous amène à poser les hypothèses suivantes :

H0 : ρ = 0 v.s. H1 : ρ ̸= 0.

Il repose sur une statistique de test similaire à celle de la statistique de test associée
à la pente :
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ttest =
ρ̂− ρ√
1− ρ̂2

n− 2

=
sous H0

ρ̂√
1− ρ̂2

n− 2

∼ Tn−2.

On procédera de la même façon que précédemment pour conclure sur la significa-
tivité de la pente étant donné un seuil de significativité α.

Dans la section suivante (Section 4, nous allons tenter d’expliquer l’origine des
degrés de liberté qui interviennent dans la construction des tests statistiques et des in-
tervalles de confiance précédents.

3.9 Ecriture du modèle sous forme matricielle

Remarquons enfin que l’on aurait pu écrire notre modèle de régression linéaire
simple sous la forme matricielle suivante :

y = Xβ + ε,

où

y =


y1
y2
...

yn−1

yn

 , X =


1 x1
1 x2
...

...
1 xn−1

1 xn

 et ε =


ε1
ε2
...

εn−1

εn

 ,

Nous utiliserons cette écriture dans lors de présentation du modèle linéaire multiple,
i.e. lorsque le modèle employé utilise plusieurs descripteurs (ou covariables) X1, X2, . . . , Xp,
objet de la Section 5.
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4 Vecteur gaussien et géométrie des modèles linéaires

Cette section est plus abstraite mais elle se propose de fournir une explication
quant aux différents tests employés pour évaluer la qualité d’un modèle mais aussi les
degrés de libertés des lois de probabilités associés.
Pour cela, nous aurons besoin des outils d’algèbre linéaire et de leurs interprétations
géométriques.

4.1 Vecteurs gaussiens

Définir proprement ce qu’est un vecteur gaussien serait ferait appel à des notions
de probabilités dont on ne dispose pas à ce stade et qui seront inutiles pour la suite de
ce cours. On va se contenter de présenter ce qu’est un vecteur aléatoire afin de donnée
une définition simpliste de ce qu’est un vecteur gaussien.

Vecteur aléatoire . Un vecteur aléatoire X est un vecteur dont les différentes com-
posantes X1, X2, . . . , Xd sont des variables aléatoires.

Pour chacune de ses composantes, on peut donc calculer une espérance (si cette
dernière existe). Le vecteur de ces espérances s’appellera espérance du vecteur aléatoire,
i.e.

E[X] =

E[X1]
...

E[Xd]


La même remarque reste valable pour les matrice de variable aléatoire. Un point

très intéressant (et facile à démontrer) est que la propriété de linéarité de l’espérance
reste valable dans le cas des vecteurs aléatoires, i.e.

∀A ∈ Rn×d, ∀c ∈ Rd, E[AX + c] = AE[X] + c.

On peut aussi regarder ce qui se passe pour la covariance. Cette notion est déjà
apparue lorsque nous cherchions à étudier les liens entre deux variables aléatoires et
elle peut être étendue à plus que deux variables. On peut ainsi définir une matrice de
covariance de notre vecteur aléatoire X :

Var[X] =


Var[X1] Cov[X1, X2] · · · Cov[X1, Xd]

Cov[X2, X1] Var[X2] · · · Cov[X2, Xd]
...

...
. . .

...
Cov[X1, X2] Cov[X1, X2] · · · Var[Xd]


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Une façon matricielle de calculer cette matrice est d’écrire :

Var[X] = E[(X − E[X])(X − E[X])⊤]

.

Vecteurs gaussiens Par la suite, nous appellerons vecteur gaussien, un vecteur
aléatoire X dont les composantes sont des variables aléatoires gaussiennes indépendantes.

Ce sont pas les vecteurs gaussiens en tant que tel qui nous intéresse par la suite,
même si nous serons amenés à en étudier (indirectement) lorsque l’on cherchera étudier
les propriétés des estimateurs des coefficients de la régression linéaire. Regardons tout de
suite résultat fondamental concernant les vecteurs gaussien : le Théorème de Cochran !

Théorème 4.1: Théorème de Cochran

Soit X un vecteur gaussien de Rn de loi N (µ, σ2I) où σ2 > 0. Supposons que Rn

se décompose comme la somme directe des sous-espaces vectoriels orthogonaux Ek

où dim(Ek) = dk > 0, ∀k = 1, . . . , p, i.e.,

Rn =
⊥⊕

k=1,...,p

Ek.

On notera également Pk la matrice de projection orthogonale sur l’espace Ek et
Yk la projection orthogonale de X sur l’espace Ek.
Alors

(i) les projections Yk sont des vecteurs gaussiens indépendants et

Yk ∼ N (Pkµ, σ
2Pk).

(ii) les variables aléatoires ∥Yk −Pkµ∥2 sont indépendantes. De plus

1

σ2
∥Yk −Pkµ∥2 ∼ χ2

dk
.

On ne va pas directement montrer ce résultat, mais plutôt une version simpli-
fiée ou l’on considère le vecteur gaussien X ′ ∼ Nµ, σ2I, i.e., le cas où l’on aura posé

X ′ =
X − µ

σ
, une version standardisé de notre vecteur gaussien X.

Démonstration. Soit X ′ un vecteur aléatoire de Rn suivant une loi normale centrée et
réduite, i.e., X ′ ∼ Nn(0, In).
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Les matrices Pk sont des projecteurs orthogonaux, donc elles sont symétriques,
idempotentes et vérifient

PkPℓ = 0, si k ̸= ℓ, et
p∑

k=1

Pk = In.

Comme X ′ est gaussien, toute transformation linéaire de X ′ est encore gaus-
sienne. Ainsi, pour tout k, nous avons

Yk = PkX
′ ∼ Nn(0,Pk).

De plus, pour tout k ̸= ℓ, on a

Cov[Yk, Yℓ] = E[YkY ⊤
ℓ ] = Pk E[X ′X ′⊤]Pℓ = PkPℓ = 0.

Les vecteurs Yk étant gaussiens, et que les covariances sont nulles, alors les
vecteurs Yk sont aussi indépendants.

Pour tout k, le vecteur Yk est un élément de Ek qui est de dimension dk. Il existe
donc une base orthonormée de Ek dans laquelle

Yk = (Z1, . . . , Zdk , 0, . . . , 0),

où les variables Z1, . . . , Zdk sont des variables gaussiennes, centrées et réduites, indé-
pendantes.

On en déduit donc que

∥Yk∥2 = ∥PkX
′∥2 =

dk∑
j=1

Z2
j ∼ χ2

dk
.

Enfin, les vecteurs 1, . . . , Yp étant indépendants, et chaque norme ∥Yk∥2 ne dé-
pendant que de Yk, les variables ∥Yk∥2 sont indépendantes.

On se ramène au cas général en passant par une étape de centrage des gaussiennes
et par réduction.

Ce résultat nous sera très utile pour comprendre la notion de degré de liberté que
l’on voit apparaître dans les tests statistiques mais aussi pourquoi on divise par certaines
valeurs dans l’estimation d’une variance. On le retrouvera aussi dans la Section 6.
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Regardons de suite une application à la variance.

4.2 Application à la variance

On peut essayer de comprendre pourquoi on parle de degré de liberté pour le
χ2 en regardant le problème géométriquement. Prenons un vecteur gaussien X ayant n
composantes d’espérance µ ∈ Rn et de variance σ2I. On peut considérer l’espace vectoriel
V engendré par le vecteur v ∈ Rn défini par

v =


1
1
...
1


et la projection du vecteur gaussien X sur cet espace vectoriel est définie par

pV (X) =
⟨v, X⟩
∥v∥2

v =
1

n

n∑
i=1

Xi


1
1
...
1

 = X̄


1
1
...
1


Si on regarde maintenant l’espace orthogonal à V , que l’on note V ⊥, et que l’on

s’intéresse à la projection du vecteur X sur ce dernier, il s’agit du vecteur X auquel on
enlève sa projection sur V , c’est à dire :

pV ⊥(X) = X − X̄


1
1
...
1

 =

X1 − X̄
...

Xn − X̄


De plus comme V et V ⊥ sont des espaces vectoriels orthogonaux, et bien les deux

vecteurs de projection PV (X) et PV ⊥(X) sont indépendants.

Cela veut dire en particulier que X̄ (obtenu à partir de pV (X)) et
1

n

∑n
i=1(Xi − X̄)2

(obtenu à partir de pV ⊥(X)) sont indépendants. C’est une conséquence directe du théo-
rème de Cochran (voir Théorème 4.1). Ce même théorème nous assure également que la
variable pV (X) ∼ χ2(1) et pV ⊥(X) ∼ χ2(n− 1).

Or l’espérance d’une variable aléatoire suivant une loi du χ2(k) est égale à k. Ainsi

1

σ2
E
[
∥pV ⊥(X)∥2

]
=

1

σ2
E

[
n∑

i=1

(Xi − X̄)2

]
= (n− 1).
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Donc
1

n− 1

∑n
i=1(Xi − X̄)2 est un estimateur sans biais de la variance σ2.
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5 Modèle Linéaire Gaussien Multiple

Dans cette section, on va supposer que le nombre d’exemples n est toujours plus
grand que le nombre de descripteurs (ou variables) p+ 1 1.

Le modèle de régression linéaire multiple s’écrit sous la forme

y = Xβ + ε,

où

y =


y1
y2
...

yn−1

yn

 , X =


1 x1,1 x1,2 . . . x1,p
1 x2,1 x2,2 . . . x2,p
...

...
...

. . .
...

1 xn−1,1 xn−1,2 . . . xn−1,p

1 xn,1 xn,2 . . . xn,p

 et ε =


ε1
ε2
...

εn−1

εn

 ,

et β = (β0, β1, . . . , βp−1, βp) ∈ Rp+1 est notre vecteur des paramètres du modèle.
Le vecteur y ∈ Rn est le vecteur dont on cherche à expliquer les valeurs, la matrice
X ∈ Rn×p+1 est la matrice explicative. On l’appelle aussi matrice de design et ε ∈ Rn

est le vecteur des erreurs associées à chaque exemple qui sont supposées gaussiennes.

Hypothèses . On formule généralement les hypothèses suivantes pour l’étude du mo-
dèle linéaire gaussien

1. le modèle est supposé identifiable, i.e. il existe un seul et unique vecteur β ∈
Rp+1 tel que E[y] = Xβ. Cela est équivalent au fait que les colonnes de la
matrice X sont linéairement indépendantes, i.e., que le rang de la matrice X
est égal à p+ 1.

2. nos données sont i.i.d. comme dans le cas de la régression linéaire simple.

3. les erreurs sont supposées centrées donc E[ε] = 0

4. les erreurs ont toute la même variance et sont indépendantes, ainsi Var[ε] =
σ2In, ou, de façon équivalente Var[y] = σ2In

5.1 Estimation par la méthode des moindres carrés

Regardons de suite l’expression de l’estimateur des moindres carrés.

1. Le cas où p + 1 est bien plus grand que n nous pousserait à faire de la statistiques en grande
dimension, ce qui n’est pas l’objet de ce cours d’autant que cela rendrait l’étude des modèles plus
complexe.
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Proposition 5.1: Solution de la régression multiple

Considérons le modèle

y = Xβ + ε,

avec la même signification que précédemment. Si le modèle est bien identifiable,
i.e., si la matrice X est de rang égal p+ 1, alors la matrice X⊤X est inversible et
l’estimateur des moindres carrés de β, solution du problème

min
β∈Rp+1

∥y −Xβ∥22

est donné par

β̂ =
(
X⊤X

)−1
X⊤y.

Démonstration. Concernant l’identifiabilité du modèle, on rappelle que si toutes les
colonnes de la matrice X sont indépendantes, alors Ker(X) = 0 = Ker(X⊤X), or
X⊤X ∈ R(p+1)×(p+1), ainsi rg(X⊤X) = p+1, la matrice est de rang plein et est donc
inversible.

Pour déterminer l’expression de l’estimateur β̂, nous allons dériver notre pro-
blème et chercher les points critiques puis déterminer leur nature en étudiant la hes-
sienne associée.
Les extrema de la fonction la fonction β 7→ ∥y − Xβ∥22 sont données en cherchant
l’endroit où le gradient de cette dernière s’annule. On va donc chercher les valeurs de
β telles que

∂

∂β
∥y −Xβ∥22 = 0 ⇐⇒ −2X⊤(y −Xβ) = 0 (3)

En dérivant à nouveau fonction, on trouve

∂2

∂β2
∥y −Xβ∥22 = 2X⊤X ≻ 0,

i.e. la matrice hessienne est définie positive, ce qui est le cas ici car il s’agit
de la matrice de variance-covariance des données, cette convexité nous permettra de
dire que la vecteur β vérifiant l’équation (3) est bien solution de notre problème de
minimisation.
Or
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∂

∂β
∥y −Xβ∥22 = 0 ⇐⇒ −2X⊤(y −Xβ) = 0,

↓ on peut diviser par −2

⇐⇒ X⊤(y −Xβ) = 0,

⇐⇒ X⊤y −X⊤Xβ = 0,

⇐⇒ X⊤Xβ = X⊤y,

↓ le modèle est identifiable donc la matrice X⊤X est inversible
∂

∂β
∥y −Xβ∥22 = 0 ⇐⇒ β = (X⊤X)−1X⊤y.

Tout comme dans le cas du modèle linéaire simple, les prédictions ŷ sur les données
X utilisées pour estimer β sont définies par

ŷ = Xβ̂ = X(X⊤X)−1X⊤y.

Etude des prédictions et erreurs du modèles

D’après ce qui précède, nous avons ŷ = X(X⊤X)−1X⊤y. Dans cette expression,
notons que la matrice H = X(X⊤X)−1X⊤ est la matrice de projection du vecteur y sur
l’espace engendré par les colonnes de la matrice X, qui est donc un espace de dimension
(p+ 1).
En écrivant ainsi ŷ = Hy et en se rappelant que les erreurs du modèles ε sont définies
comme étant la différence entre la prédiction v̂y et la vraie valeur y, nous avons

ε̂ = ŷ − y,

= y −Xβ̂,

= y −Hy,

ε̂ = (In −H)y.

Ainsi, la matrice L = In −H définie également une projection, c’est la projection
sur l’espace orthogonal à l’espace engendré par les colonnes de X.
Ainsi, les erreurs du modèle appris ne sont que la projection du vecteur y sur le sous-
espace orthogonal engendré par les colonnes de X, un espace de dimension n− (p+ 1) .
Cela est une conséquence du fait que les deux projections étudiées définissent des sous-
espaces supplémentaires
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< X >⊥

< X >

y

Hy = ŷ

Ly = ε̂

0

Ces remarques seront importantes pour la construction des tests associés à la ré-
gression multiple. Mais regardons d’abord quelques bonnes propriétés statistiques de
notre estimateur.

Propriétés de l’estimateur

Comme dans le cas du modèle linaire simple, on va cherche à étudier les propriétés
de l’estimateur β̂.

Proposition 5.2: Propriétés de l’estimateur β̂

L’estimateur β̂ des moindres carrés ordinaires est

(i) un estimateur sans biais du paramètres β, i.e. E[β̂] = β
(ii) sa variance est égale à Var[β̂] = σ2(X⊤X)−1.
(iii) De plus, β̂ est l’estimateur sans biais de variance minimale parmi

tous les estimateurs linéaires sans biais de β.

Démonstration. On rappelle que l’on a

E[y] = Xβ et Var[y] = σ2In.

L’estimateur des moindres carrés ordinaires est donné par β̂ =
(
X⊤X

)−1
X⊤y =

Ay, où A =
(
X⊤X

)−1
X⊤.

(i) Espérance de l’estimateur : E [β̂] On repart de la définition de l’estimateur
dans la Proposition 5.1 et on garde l’esprit que X est déterministe (ce n’est pas une
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variable aléatoire), la seule partie aléatoire dans l’expression de β̂ vient de la variable
aléatoire Yi via la variable aléatoire εi.

E[β̂] = E
[
(X⊤X)−1X⊤y

]
,

↓ seule y est aléatoire

= (X⊤X)−1X⊤ E [y],

↓ par définition de y

= (X⊤X)−1X⊤ E [Xβ + ε],

↓ seule ε est aléatoire

= (X⊤X)−1X⊤Xβ + E [ε],

↓ car E [ε] = 0, hypothèse sur les erreurs du modèle

= (X⊤X)−1X⊤Xβ,

E [β̂] = β.

(ii) Variance de l’estimateur Var[β̂] On garde à l’esprit ce que nous avons uti-
lisé précédemment, à savoir que seule ε, i.e. les erreurs sont aléatoires ainsi que les
propriétés de la variance.

Var[β̂] = E
[
(β̂ − β)(β̂ − β)⊤

]
,

↓ On repart de la définition de β̂

= E
[
((X⊤X)−1X⊤y − β)((X⊤X)−1X⊤y − β)⊤

]
,

↓ définition de Y

= E
[
((X⊤X)−1X⊤(Xβ + ε)− β)((X⊤X)−1X⊤(Xβ + ε)− β)⊤

]
,

↓ on développe et on simplifie les expressions

= E
[
((X⊤X)−1X⊤ε)((X⊤X)−1X⊤ε)⊤

]
,

↓ par définition de la transposition

= E
[
(X⊤X)−1X⊤εε⊤X(X⊤X)−1

]
,

↓ seule la partie en ε est aléatoire

= (X⊤X)−1X⊤ E
[
εε⊤

]
X(X⊤X)−1,

↓ or E
[
εε⊤

]
= σ2In

= σ2(X⊤X)−1X⊤X(X⊤X)−1,

↓ par simplification
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Var[β̂] = σ2(X⊤X)−1.

(iii) Estimateur linéaire de plus petite variance Considérons un autre estima-
teur linéaire β̃ sans biais de β tel qu’il existe une matrice B telle que β̃ = By = β.
On a alors E[β̃] = BE[y]. Or l’espérance de y est égale à Xβ, on a donc BXβ = β
donc

BX = Ip+1.

Cela nous donne

BA⊤ = BX
(
X⊤X

)−1
= AA⊤.

En posant C = B−A, on trouve CA⊤ = 0 et AC⊤ = 0.
Ainsi la variance de β̃ est donnée par

Var[β̃] = σ2BB⊤,

↓ par définition de C

= σ2(A+C)(A+C)⊤,

↓ CA⊤ = 0 et A⊤C = 0

= σ2AA⊤ + σ2CC⊤,

= Var[β̂] + σ2CC⊤.

Cette dernière matrice est CC⊤ est semi-définie positive, ces valeurs propres
sont donc toutes positives, donc pour tout vecteur u ∈ Rp+1, nous avons

u⊤Var[β̃]u = u⊤Var[β̂]u+ u⊤CC⊤u = u⊤Var[β̂]u+ ∥C⊤u∥22︸ ︷︷ ︸
≥0

≥ u⊤Var[β̂]u.

On en déduit que Var[β̃] ≥ Var[β̂] pour la relation d’ordre précédemment définie.

5.2 Estimation par maximum de vraisemblance

On peut également trouver l’expression des estimateurs par maximum de vraisem-
blance en se rappelant que pour tout i ∈ J1, nK
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yi = x⊤
i β + εi,

où ε ∼ N (0, σ2).

Ainsi la variable aléatoire yi est distribuée selon une loi normale centrée en x⊤
i β

et de variance σ2.
Nos données étant supposées indépendantes, la loi jointe de y est égale au produit des
lois yi.

La densité jointe évaluée en les observations est donnée par

f(y) =

n∏
i=1

1√
2πσ2

exp

(
−(yi − x⊤

i β)
2

2σ2

)
.

Dans cette densité jointe, deux quantités sont inconnues : (i) le vecteur β des para-
mètres et (ii) la variance des erreurs σ2. On va donc étudier la fonction de vraisemblance
L qui est une fonction des paramètres inconnues

L(β, σ2;y,X) =

n∏
i=1

1√
2πσ2

exp

(
−(yi − x⊤

i β)
2

2σ2

)
.

Simplifions cette expression

L(β, σ2;y,X) =

n∏
i=1

1√
2πσ2

exp

(
−(yi − x⊤

i β)
2

2σ2

)
,

↓ en utilisant la propriété de l’exponentielle

=

(
1√
2πσ2

)n

exp

−

n∑
i=1

(yi − x⊤
i β)

2

2σ2


.

Or on se rappelle que si u ∈ Rn, alors
∑n

i=1 u
2
i = ∥u∥22, que l’on va appliquer à ce

qui figure au sein de l’exponentielle. Ainsi

L(β, σ2;y,X) =

(
1√
2πσ2

)n

exp

−

n∑
i=1

(yi − x⊤
i β)

2

2σ2


,

↓ or
n∑

i=1

(yi − x⊤
i β)

2

2σ2
=

∥y −Xβ∥22
2σ2

,
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=

(
1√
2πσ2

)n

exp

−
∥y −Xβ∥22

2σ2


.

où les notations X et y sont celles employées dans la partie précédente.

On se rappelle que les meilleurs paramètres sont ceux qui permettent de maxi-
miser la vraisemblance de nos données. Mais cette expression est bien trop complexe à
manipuler. Donc au lieu de maximiser la vraisemblance L on va chercher à maximiser la
log-vraisemblance ℓ, définie par L = ln(L) soit

ℓ(β, σ2;y,X) = −n

2
ln(2π)− n

2
ln(σ2)− ∥Y −Xβ∥22

2σ2
.

Les valeurs de σ2 et β qui maximisent la vraisemblance sont données en résolvant
les équations d’Euler définis par

∂ℓ

∂β
(β, σ2;y,X) = 0 et

∂ℓ

∂σ2
(β, σ2;y,X) = 0.

Concentrons nous sur la première équation, ce qui nous donne

∂ℓ

∂β
(β, σ2;y,X) = 0,

↓ on dérive notre norme

⇐⇒ − X⊤(y −Xβ)

2σ2
= 0,

⇐⇒ −X⊤y −X⊤Xβ = 0,

↓ on isole le vecteur β

⇐⇒ β =
(
X⊤X

)−1
X⊤y.

Faisons de même avec la deuxième équation en utilisant l’estimateur β̂ précédem-
ment obtenu et en notant que

∥y −Xβ̂∥22 = ∥y − ŷ∥22 =
n∑

i=1

(yi − ŷi)
2.

On a ainsi,

∂ℓ

∂σ2
(β, σ2;y,X) = 0,
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↓ on en utilisant les notations précédentes

⇐⇒ − n

2

1

σ2
+

1

2

∥y −Xβ̂∥22
(σ2)2

= 0,

↓ en multipliant par 2(σ2)2

⇐⇒ − nσ2 + ∥y −Xβ̂∥22 = 0,

↓ on isole σ2

⇐⇒ σ2 =
∥y −Xβ̂∥22

n
.

Ainsi les estimateurs obtenus par maximum de vraisemblance sont donnés par

β̂ =
(
X⊤X

)−1
X⊤y et σ̂2 =

1

n

∑
i=1

(yi − x⊤
i β̂) =

∥y −Xβ̂∥22
n

.

Remarque L’estimateur de σ2 ainsi obtenu est biaisé ! Il faudrait corriger cet estima-
teur pour le rendre non biaisé.

5.3 Estimation de la variance σ2

Le paramètre σ2 qui n’est rien d’autre que la variance de nos résidus est défini par

σ2 = Var[ε] = Var[Y ] = E[(Y − E[Y ])2].

On rappelle que dans un modèle linéaire l’espérance de la variable aléatoire Y est
estimé par Xβ̂. On va alors estimer la valeur de σ2 à l’aide des résidus ε̂i de notre modèle.
L’estimateur σ̂2 de la variance de nos résidus est défini par

σ̂2 =
1

n− p− 1

n∑
i=1

ε̂2i .

Proposition 5.3: Propriété de l’estimateur de la variance

Soit σ̂2, l’estimateur de la variance σ2 des résidus défini par

σ̂2 =
1

n− p− 1

n∑
i=1

ε̂2i .

Cet estimateur est un estimateur sans biais de σ2.
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Cette proposition vient compléter la Proposition 5.2.

Démonstration. En notant ŷi = x⊤
i β̂, on peut écrire que

∑n
i=1 ε̂

2
i = ∥y−ŷ∥2 = ∥Ly∥2,

où L est la matrice de projection des observations y sur l’espace orthogonale à l’espace
engendrée par les données X.

On a donc

E[∥y − ŷ∥2] = E[∥Ly∥2],
↓ définition de la norme

= E[Tr
(
(Ly)⊤(Ly)

)
],

= E[Tr
(
y⊤L⊤Ly

)
],

↓ par définition de L

= E[Tr
(
y⊤Ly

)
],

↓ Linéarité de la trace + propriété de la trac

= Tr
(
E[Lyy⊤]

)
,

↓ linéarité de l’espérance

= Tr
(
LE[yy⊤]

)
,

↓ définition de la variance

= Tr (LVar[y]) .

Or Var[y] = σ2, c’est une hypothèse formulée dans le cadre du modèle linéaire
gaussien. Ainsi

E

[
n∑

i=1

ε̂2i

]
= E[∥y − ŷ∥2] = σ2Tr (L) = σ2(n− p− 1),

car L est un projecteur sur un espace de dimension n−p−1 (dimension du sous
espace orthogonal à l’espace engendré par les données X ∈ Rn×(p+1).

5.4 Test de nullité d’un coefficient de la régression

On souhaite déterminer si le j-ème coefficient de la régression est significativement
différent de 0 ou non. En d’autres termes, on va chercher à déterminer si la j-ème variable
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permet bien d’expliquer, en partie, les valeurs prises par la variable aléatoire Y .
On pose donc les hypothèses suivantes :

H0 : βj = 0 v.s. H1 : βj ̸= 0.

Pour construire ce test, nous avons besoin de connaître la loi β̂j pour en déduire
la loi de notre statistique de test sous H0.
Pour cela, on peut montrer le résultat suivant :

Théorème 5.1: Résultats sur les estimateurs

Soient β̂ et σ̂2 les estimateurs de β et σ2 où β̂ est obtenu par maximum de
vraisemblance.
Alors β̂ et σ̂2 sont indépendants.

• l’estimateur β̂ suit une loi gaussienne multivariée de moyenne β et de
matrice de variance (X⊤X)−1, i.e.,

β̂ ∼ N (β, σ2(X⊤X)−1).

• la variable aléatoire σ̂2n− p− 1

σ2
suit une loi du χ2 à n− p− 1 degrés de

libertés, i.e.,

σ̂2n− p− 1

σ2
∼ χ2

n−p−1.

Démonstration. On rappelle que la variable aléatoire y suit une loi gaussienne
multivariée de moyenne Xβ et de matrice de variance σ2In.

Considérons les projections de y sur l’espace engendré par les colonnes de la
matrice X, définie par une matrice H = X(X⊤X)−1X⊤, et la projection sur l’espace
orthogonale à l’espace engendré par les colonnes de la matrice X, définie par la matrice
L = In −H. On a donc le relations

ŷ = Hy,

ε̂ = Ly.

S’agissant de deux projections d’un vecteur gaussien sur des sous-espaces sup-
plémentaires orthogonaux, le théorème de Cochran nous assure la résultante des deux
projections est encore un vecteur gaussien, qu’ils sont indépendants et que l’on a
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ŷ ∼ N (Xβ, σ2H),

ε̂ ∼ N (0, σ2L).

De plus β̂ est aussi gaussien comme transformation linéaire d’un vecteur gaussien
et nous nous avons β̂ = (X⊤X)−1Xy où y ∼ N (Xβ, σ2In). Il ne nous reste qu’à
déterminer l’espérance et la variance de cette dernière.

Nous avions vu β̂ est un estimateur sans biais de β et que Var[β̂] = σ2(X⊤X)−1,
ainsi

β̂ ∼ N (β, σ2(X⊤X)−1).

Enfin, d’après le Théorème de Cochran (Théorème 4.1), on en déduit que

∥Ly∥
σ2

=
∥ε̂∥2

σ2
∼ χ2

n−p−1.

En effet, la matrice H est une matrice de projection sur un sous-espace de
dimension p+ 1 (nombres de colonnes de la matrice X) et L = In −H est la matrice
projection sur l’orthogonal de l’espace précédent qui est de dimension n− (p+1).

Le résultat nous renseigne directement sur la distribution de l’estimateur β̂. On
peut ensuite se servir de cette distribution pour construire une test statistique permettant
de tester la significativité d’un paramètres βj , j ∈ J1, nK.

Corollaire 5.1: Statistiques de test

Pour tout j ∈ J0, pK, on considère βj le coefficient de de la régression associée à la
variable Xj et β̂j son estimateur.
Alors

β̂j − βj
σβ̂j

∼ Tn−(p+1),

où σ2
β̂j

désigne la racine carrée de la valeur de se trouvant en position (j+1, j+1)

de la matrice σ̂2(X⊤X)−1.

Démonstration. Il nous suffit de d’utiliser la Proposition 5.3 qui nous indique que
β̂j ∼ N (βj , σ

2Cjj) où Cjj représente le j + 1-ème élément sur la diagonale de la
matrice (X⊤X)−1.
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Ainsi, la variable aléatoire
β̂j − βj√
σ2Cjj

suit une loi normale centrée et réduite.

Malheureusement, la valeur de σ2 est inconnue, mais nous savons qu’un bon
estimateur de σ2 est donné par

σ̂2 =
1

n− p− 1

n∑
i=1

ε̂2i ,

où les εi ∼
i.i.d.

N (0, σ2). Ainsi nous avons également

σ̂2n− p− 1

σ2
∼ χ2

n−p−1.

Or les deux variables aléatoires sont indépendantes, donc

β̂j − βj

σ
√

Cjj√√√√ σ̂2n− p− 1

σ2

n− p− 1

=
β̂j − βj

σ̂
√
Cjj

∼ Tn−p−1,

d’après la définition d’une loi de Student.

Dans le cadre d’un test bilatéral, où l’on cherche a regarder le coefficient βj est
significativement différent de 0, on sera amené à rejeter l’hypothèse nulle, au risque
d’erreur α ∈ (0, 1), si la statistique de test

|ttest| =

∣∣∣∣∣ β̂j

σ̂
√
Cjj

∣∣∣∣∣ ≥ t1−α/2,n−p−1.

Ce dernier résultat permet également de construire des intervalles de confiances
sur les estimateurs des paramètres du modèle.

5.5 Prédictions et intervalles de prédiction

Une fois le modèle construit et vérifié, i.e., après avoir vérifié la significativité
du modèle et des différents coefficients, nous pouvons nous intéresser aux prédictions
effectuées par le modèle et s’intéresser notamment aux possibles valeurs prédites par le
modèle.

Pour cela, nous allons considérer une nouvelle donnée xnew et on notera la prédic-
tion effectuée par le modèle ŷnew.
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On peut s’intéresser à deux niveaux de prédiction : (i) s’intéresser à la prédiction
dite individuelle ŷnew ou (ii) s’intéresser à la valeur moyenne prédite par le modèle pour
cette nouvelle donnée, i.e. E[ŷnew].

5.5.1 Intervalle de confiance sur la prédiction

On cherche à construire un intervalle de confiance sur la prédiction pour un individu
(et non plus sur l’espérance de la prédiction). On rappelle que pour un individu xnew, la
prédiction ŷnew effectuée par le modèle est donnée par :

ŷnew = β̂xnew,

On en déduit que l’espérance de la valeur prédite est donnée par

E[ŷnew] = x⊤
newβ.

La variance associée à cette prédiction est donnée par

Var[ŷnew] = E[(ŷnew − E[ŷnew])
2],

= E[(x⊤
new(β̂ − β))2],

= E[x⊤
new(β̂ − β)(β̂ − β)⊤xnew],

= x⊤
new E[(β̂ − β)(β̂ − β)⊤]xnew,

= x⊤
new Var[β̂]xnew,

Var[ŷnew] = σ2x⊤
new(X

⊤X)−1xnew.

On en déduit alors la distribution des valeurs de ŷnew pour obtenir le fait que (en
utilisant l’indépendance) :

ŷnew − ynew ∼ N (0, σ2(1 + x⊤
new(X

⊤X)−1xnew)).

Or, nous avons vu que la variable aléatoire
ynew − ŷnew√

Var[ynew − ŷnew]
suit une loi de

Student à n− p− 1 degrés de libertés. Donc l’intervalle de confiance de niveau 1−α sur
la valeur prédite ŷnew est directement donné par

ŷnew ± t1−α/2,n−p−1σ̂
√

1 + x⊤
new(X

⊤X)−1xnew.
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5.5.2 Intervalle de confiance sur la valeur moyenne prédite

On peut montrer que l’intervalle de confiance de niveau 1−α sur l’espérance de la
prédiction, E[ynew], est donné par :

ŷnew ± t1−α/2,n−p−1σ̂
√
x⊤

new(X
⊤X)−1xnew.

En effet, en reprenant la même démonstration que précédemment, on a

ŷnew ∼ N (x⊤
newβ, σ

2(1 + x⊤
new(X

⊤X)−1xnew)).

Ainsi la variable aléatoire
ynew − x⊤

newβ√
Var[ynew − ŷnew]

suit une loi de Student à n − p − 1

degrés de libertés, d’où l’intervalle de confiance précédemment cité.

Cet intervalle de confiance est le même que celui obtenu à la section précédente, on
aura simplement enlevé la valeur 1 de 1+x⊤

new(X
⊤X)−1xnew. Il y a donc une incertitude

plus faible sur une prédiction en espérance que sur une prédiction individuelle.

5.6 Qualité du modèle

On rappelle que l’on cherche à estimer les paramètres du modèle de sorte à minimi-
ser la carré de l’écart entre les valeurs observées yi et les valeurs prédites par les prédites
par le modèle ŷi, i.e. à résoudre le problème

min
β0,β1∈R

n∑
i=1

ε2i = min
β0,β1∈R

n∑
i=1

(yi − ŷi)
2 = min

β0,β1∈R

n∑
i=1

(yi − (β0 + β1xi))
2 .

68 - Modélisation Linéaire - L3-MIASHS - Info



0 1 2 3 4 5
0

1

2

3

4

5

6

7

X = Score 1

Y
=

Sc
or

e
2

Données
Régression linéaire: y = 1.32 · x+ 0.13

La somme des carrés des écarts entre yi et ŷi s’appelle aussi la Somme des carrés
résiduels (SCR), i.e. ;

SCR =
n∑

i=1

(yi − ŷi)
2 =

n∑
i=1

ε̂2i .

Elle est très liée à la variance initialement présente dans nos données. En fait, nous
pouvons montrer que l’on a la relation suivante entre la variance de nos observations et
SCR :

n∑
i=1

(yi − ȳ)2︸ ︷︷ ︸
SCT

=

n∑
i=1

(ŷi − ȳ)2︸ ︷︷ ︸
SCE

+

n∑
i=1

(yi − ŷi)
2

︸ ︷︷ ︸
SCR

,

où ȳ désigne la valeur moyenne de y ∈ Rn.

On peut voir le terme SCT comme la variation (ou quantité d’information) présente
dans les données, la somme des carrés expliqués (SCE) représente la variation expliquée
par le modèle et SCR, la somme des carrées résiduels, celle qui n’est pas expliquée par
le modèle (ou variance résiduelle).

A l’aide de ces différentes quantités, on peut à nouveau construire un test statistique
permettant de tester la significativité globale du modèle, i.e., on effectue le test suivant :
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H0 : β1 = β2 = . . . = βp v.s. ∃ j ∈ J1, pK βj ̸= 0.

Dit autrement, tester la significativité du modèle revient à tester l’hypothèse selon
laquelle aucune des covariables n’explique les valeurs observées y. Regardons comment
est construit ce test.

Analyse de Variance et significativité du modèle Les termes précédents repré-
sentants des variances, on est souvent amené à résumer les informations de notre modèle
dans une table d’analyse de variance

Table d’analyse de variance

Source de Variation Somme des carrés Degrés de libertés Carrés moyens

Modèle (SCE)
∑n

i=1(ŷi − ȳ)2 p MSE =
SCE
p

Résiduelle (SCR)
∑n

i=1(yi − ŷi)
2 n− p− 1 MSR =

SCR
n− p− 1

Totale (SST)
∑n

i=1(yi − ȳ)2 n− 1 MST =
SST
n− 1

Remarquons que les différentes sommes de carrés peuvent aussi s’écrire à l’aide de
la norme de deux vecteurs, comme cela a pu être fait pour la partie résiduelle.

On peut alors définir une statistique de test Ftest suivante pour tester la significa-
tivité globale du modèle :

Ftest =
MSE
MSR

∼ Fp,n−p−1.

Cette statistique de test suit donc une loi de Fisher à p et n − p − 1 degrés de
liberté. On rejette alors l’hypothèse H0 au risque d’erreur α ∈ (0, 1) si

Ftest > fp,n−p−1,1−α,

i.e. si la statistique de test prend une valeur supérieure au quantile d’ordre 1 − α
d’une loi de Fisher à p et n− p− 1 degrés de libertés.
On remarque que l’on effectue ici un test de rapport de variances, ce test est un test
unilatéral supérieur.

On peut également retrouver ce test en se basant sur les résultats précédemment
établi mais notons que cette première vision est plus simple que celle présentée ci-dessus.
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Proposition 5.4: Test de Fisher - Significativité du modèle

On considère le test statistique suivant :

H0 : β = 0 v.s. ∃ j ∈ J0, pK, βj ̸= 0.

Alors

(β̂ − β)(X⊤X)−1(β̂ − β)

(p+ 1)σ̂2
∼ Fp+1,n−p−1.

où σ̂2 est un estimateur de la variance des résidus.

On peut en fait montrer un résultat plus général. Considérons une matrice C ∈
Rq×(p+1) de rang 1 ≤ q ≤ p+ 1, alors on a

(Cβ̂ −Cβ)C(X⊤X)−1C⊤(Cβ̂ −Cβ)

qσ̂2
∼ Fq,n−p−1.

Démonstration. On se rappelle que l’on a β̂ − β ∼ N (0, σ2(X⊤X)−1), ainsi, en mul-
tipliant ce vecteur par la matrice C, on a C(β̂ − β) ∼ N (0, σ2C(X⊤X)−1C⊤).
Or la matrice C est de rang q, donc la matrice C⊤C est inversible donc la matrice
C(X⊤X)−1C⊤ l’est également.
On en déduit que

(Cβ̂ −Cβ)C(X⊤X)−1C⊤(Cβ̂ −Cβ)

σ2
∼ χ2

q .

Or, d’après le Théorème de Cochran, on sait que β̂ ⊥ σ̂2 =
1

n− p− 1

∑n
i=1 ε̂

2
i ,

et

(n− p− 1)σ̂2

σ2
∼ χ2

n−p−1.

Ainsi

(Cβ̂ −Cβ)C(X⊤X)−1C⊤(Cβ̂ −Cβ)

σ2

q

(n− p− 1)σ̂2

σ2

n− p− 1

=
(Cβ̂ −Cβ)C(X⊤X)−1C⊤(Cβ̂ −Cβ)

qσ̂2
∼ Fq,n−p−1,

en utilisant la définition d’une loi de Fisher.
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La Proposition 5.4 consiste à prendre C comme étant la matrice identité d’ordre
p+ 1.

La Proposition 5.4 permet également de retrouver le test présenté au paragraphe
précédent, il suffit pour cela de supprimer la constante β0 du modèle de notre vecteur β.

Ce résultat général est également intéressant car il peut permettre de tester si des
"sous-modèles", appelés aussi modèles réduits, sont significatifs ou non.

Regardons maintenant comment quantifier la qualité de notre modèle.

Qualité du modèle et ajustement Dans le cas du modèle linéaire simple, on a pu
évaluer la qualité de l’ajustement du modèle au donnée en évaluant la corrélation entre
les deux variables X et Y . Nous aurons plus de mal à faire cela en dimension supérieure
mais il est possible d’évaluer cet ajustement via le coefficient de détermination R2,
qui étudie étudie la part de variance de expliquée par le modèle (SCE) par rapport à la
variance totale (SCT). Plus précisément

R2 =
SCE
SCT

=
∥ŷ − ȳ∥2

∥y − ȳ∥2
.

Ce coefficient de détermination est donc une valeur comprise entre 0 et 1. Plus cette
valeur est proche de 1 plus le modèle appris permet d’expliquer les données observées.
Remarque : on pourrait penser qu’avoir une valeur proche de 1 est très intéressante
en pratique mais cela n’est pas toujours une garantie que le modèle appris soit fiable et
performant. Il se peut que le modèle apprenne par coeur les données et qu’il fasse ce que
l’on appelle du sur-apprentissage. Nous verrons cela plus tard dans des cours de Machine
Learning.

Ce critère présente malheureusement un inconvénient, sa valeur augmente natu-
rellement avec le nombre p de variables explicatives présentent dans le modèle. Il est
donc parfois d’usage de considérer un autre critère, que l’on appelle le coefficient de
détermination ajusté, R2-ajusté, qui prend en compte le nombre de variables dans le
modèle. Cette quantité est définie par

R2-ajusté = 1− n− 1

n− p− 1
(1−R2).

En plus de permettre l’évaluation de la qualité des modèles, ces critères vont nous
permettre de faire de de la sélection de modèles ?
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5.7 Construction et sélection de modèles

Plusieurs questions se posent lorsque l’on cherche à construire un modèle de pré-
diction à l’aide des informations dont on dispose :

1. Est-ce que le modèle appris est qualitatif ? C’est un point que l’on a précédem-
ment étudié.

2. Est-ce que les variables utilisées pour construire le modèle apportent de l’infor-
mation différente ? C’est la question de la redondance de l’information.

3. Est-ce que toutes ces variables permettent de contribuer, de façon significative,
aux performances du modèle ? Ici , c’est plutôt l’importance de l’information.

Redondance de l’information La réponse à la deuxième question est importante ne
serait-ce que pour assurer la validité du modèle. En effet, on rappelle que pour pouvoir
estimer les paramètres β, il faut que la matrice X soit de rang plein afin que la ma-
trice X⊤X soit inversible. S’il existe une variable Xj qui peut s’exprimer comme une
combinaison linéaire de toutes les autres variables Xk, alors notre matrice ne sera plus
inversible, i.e. s’il existe des coefficient αk tels que

Xj =

p∑
k=1, k ̸=j

αkXk.

Cette relation signifie aussi que l’on est capable de prédire la valeur de Xj étant
donnée les valeurs Xk à l’aide ... d’un modèle linéaire ! Partant de cette observation,
on pourrait donc aussi estimer que des variables Xj ne sont que faiblement utiles (voir
qu’elles peuvent nuire à la qualité du modèle) s’il existe un lien linéaire fort avec les
autres variables Xk.
Pour évaluer cela en pratique, nous allons ... construire un modèle linéaire entre Xj et
les autres variables Xk et évaluer la qualité de l’ajustement, le R2. Si ce dernier est trop
élevé, on estimera que la variable Xj est redondante.
Ce critère est appelé le critère du VIF pour Variation Inflation Factor et est défini par

V IF (Xj) =
1

1−R2
j

,

où R2
j est le coefficient de détermination associé au modèle Xj =

∑p
k=1, k ̸=j αkXk.

La variable est alors exclue des données si son V IF est supérieur à 10 (certains auteurs
font le choix de prendre la valeur 5).

Ainsi, avant de chercher à construire un modèle, on va d’abord chercher à supprimer
l’information redondance en appliquant la procédure suivante :
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1. Calculer les VIF pour l’ensemble des variables Xj en évaluant les R2
j associés

aux modèles

Xj =

p∑
k=1, k ̸=j

αkXk.

2. S’il n’y a qu’une seule variable qui présente un VIF supérieur à 10, exclure cette
variable du jeu de données et terminer la procédure.

3. Si plusieurs variables présentent un VIF supérieur à 10, on supprime unique-
ment la variable ayant le VIF le plus élevé et on revient à l’étape 1, jusqu’à ce
que toutes les variables aient un VIF inférieur à 10.

Il reste maintenant à regarder quelles sont les informations essentielles pour établir
notre meilleur modèle.

Sélection de modèle Nous allons maintenant regarder comment sélectionner des mo-
dèles de façon générale, i.e. quel(s) critère(s) nous pouvons utiliser pour comparer des
modèles. Nous regarderons ensuite le cas particulier de modèles emboités.

Nous avons déjà vu le critère du R2-ajusté précédemment, mais nous pouvons
également utiliser des critères basées sur la vraisemblance de nos données.

(i) Cp Mallows coefficient [Gilmour, 1996].

Pour un modèle Ωq comprenant q < p variables, ce critère est défini par

Cp(Ωq) =
∥y − ŷ(Ωq)∥2

∥y − ŷ∥2
2(q + 1)− n,

où ŷ désigne les prédictions effectuées avec le modèle complet et ŷ(Ωq) les prédic-
tions effectuées avec le modèle réduit Ωq.

(ii) Aikaike Information Criterion (AIC) [Akaike, 1974].

Ce premier critère a été essentiellement motivé par l’étude des modèles gaussiens
et est défini pour un modèle Ωq, comprenant q < p variables

AIC(Ωq) = n (ln(2π) + 1) + n ln

(
∥y − ŷ(Ωq)∥2

n

)
+ 2(q + 2),

où ŷ(Ωq) désigne les prédictions effectuées par le modèle à q variables.

Dans le cas gaussien, on peut montrer que les critères AIC et Cp sont équivalents.
Le critère suivant est le plus employé en statistique.

(iii)Bayesian Information Criterion (BIC) [Schwarz, 1978].

Avec les mêmes notations que précédemment, on a
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BIC(Ωq) = n (ln(2π) + 1) + n ln

(
∥y − ŷ(Ωq)∥2

n

)
+ ln(n)(q + 2).

On peut montrer que lorsque n > 7 on a ln(n) > 2, donc le critère BIC aura ten-
dance à sélectionner des modèles plus petits que le critère AIC. L’objectif est de retenir
le modèle Ωq qui minimise l’un de ces trois critères.

Il existe une procédure qui permet de tester si une variable permet d’augmenter si-
gnificativement ou non les performances d’un modèle. On dit que l’on cherche à comparer
des modèles emboîtés.

Pour cela, considérons un entier q < p et considérons les modèles Ωq et Ωq+1 où
Ωq est un modèle comprenant q variables parmi les q + 1 du modèle Ωq. Afin de tester
si l’ajout ou le retrait de cette variable a un impact significatif sur les performances du
modèles, on peut effectuer le test statistique dont les hypothèse sont les suivantes :

H0 : le modèle Ωq est valide v.s. le modèle Ωq+1 est valide.

La statistique de test Ftest que l’on considère est définie par

Ftest =

SCR(Ωq)− SCR(Ωq+1)

1
SCR(Ωq+1)

n− (q + 2)

,

où q + 2 représente le nombre de paramètre du modèle Ωq+1 et 1 correspond à la
différence, en terme de nombre de paramètres, des modèles Ωq+1 et Ωq.

Cette statistique de test va suivre, sous l’hypothèse H0, une loi de Fisher à respec-
tivement 1 et n− (q + 2) degrés de liberté.

5.8 Analyse des résidus et détection d’ouliers

On cherche maintenant à vérifier si les hypothèses du modèle linéaire guassien sont
valides ou non. C’est une étape que l’on effectue a posteriori après avoir retenu le meilleur
modèle selon les critères stastistiques définies dans la précédente section.

Nous avons déjà vérifié l’hypothèse d’identifiabilité du modèle (pour l’obtention
des solutions) lorsque nous avons présenté le VIF pour la détection d’éventuelles coli-
néarités entre les variables. Mais nous devons également vérifier les hypothèses rappelées
ci-dessous :
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Hypothèses Modèle Gaussien

Nous formulons les hypothèses suivantes pour notre modèle linéaire gaussien :

1. (Yi, Xi)
n
i=1 doivent être i.i.d, i.e. indépendantes et identiquement distri-

buées,

2. Yi ∼ N (β0 + β1Xi+, σ2)

3. εi ∼
i.i.d

N (0, σ2) : hypothèse d’homoscédasticité.

Il s’agit donc essentiellement de vérifier les hypothèses relatives auxrésidus ε̂i du
modèle.

Analyse des résidus On rappelle que les résidus sont définis, pour tout entier i ∈
J1, nK par

ε̂i = yi − ŷi.

La validation des hypothèses se fera essentiellement à l’aide de graphiques.

(i) Homoscédasticité des résidus. Afin de vérifier cette première hypothèse, on étudiera
des résidus dits normalisés.

Rappelons que l’on a :

Var[ε̂] = σ2(I−H),

où H est la matrice de projection orthogonale sur l’espace engendré par X. en
particulier, nous avons donc

Var[ε̂i] = σ2(1−Hi,i),

A nouveau, nous devons utiliser une estimation σ̂2 de σ2 pour effectuer notre
analyse. Soit

Var[ε̂i] = σ̂2(1−Hi,i).

Les résidus n’ont pas la même variance potentiellement (cela dépend de la valeur
Hi,i, on va donc les normaliser :

ri =
ε̂i

σ̂
√
1−Hi,i

.
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Ces résidus ri ainsi obtenus sont appelés des résidus standardisés où σ̂2 =
1

n− (p+ 1)

∑n
i=1 ε̂

2
i .

Il y a cependant un problème dans la définition de ces résidus, c’est que la valeur
ε̂i apparaît aussi bien au dénominateur qu’au numérateur, rendant ces deux quantités
dépendantes, cela peut nuire à l’analyse de l’hypothèse d’homoscedasticité.

On va donc considéré des résidus dits studentisés r̃i =
ε̂i

σ̂(i)
√

1−Hi,i

,

où σ̂(i) =
1

n− p− 2

∑n
j ̸=i ε̂

2
j .

On va donc effectuer un graphe des résidus studentisés en fonction des va-
leurs prédites. Ce choix s’explique par le Théorème de Cochran qui garantit que les
valeurs prédites ŷi et les résidus associés ε̂i sont indépendantes. Il est donc à privilégier
par rapport aux graphes (ε̂i, Xi) ou encore (ε̂i, Yi).
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Pour de grandes valeurs de n, on sait que 95% des valeurs de la loi de Student
doivent se trouver dans l’intervalle [−1.96, 1.96]. Si trop de valeurs se trouvent en dehors
de cet intervalle, on ne pourra pas dire que σ2 est indépendant de Xi, contredisant ainsi
l’hypothèse d’homoscédasticité.

(ii) Normalité des résidus. On va maintenant regarder comment tester la normalité des
résidus. Nous pouvons le faire de deux façons : (i) à l’aide d’un test statistique ou (ii)
à l’aide d’une méthode graphique.
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Pour la première approche (i) consiste à effectuer un test de Shapiro Wilk. Le test
prend la forme suivante :

H0 : les résidus sont normalement distribués v.s. H1 : ils ne le sont pas

Ce test est extrêmement puissant, mais aussi extrêmement rigide ce qui le rend peu
utile en pratique car il aura tendance à rejeter très souvent l’hypothèse de normalité.

On préférera donc employer une méthode graphique (ii) qui repose sur la compa-
raison des quantiles empiriques des résidus aux quantiles théoriques de la loi normale
centrée réduite.
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On admettra que l’hypothèse de normalité ne sera pas contredite si les points sont
globalement alignés.

(iii) Indépendance des résidus. Il s’agit de vérifier qu’il n’y ait pas de motifs qui se des-
sinent lorsque l’on représente graphiquement les résidus.
On représente ci-dessous des résidus dont l’hypothèse d’indépendance est vérifiée.
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En revanche, sur le graphique ci-dessous, l’hypothèse d’indépendance n’est pas vé-
rifiée.
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En effet, on observe un motif cyclique dans les valeurs des résidus, cela est le signe
de la présence d’une auto-corrélation dans les données, ce qui est classique dans le cadre
de l’analyse de données/séries temporelles, point non abordé dans le cadre de ce cours.
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Nous verrons, dans la prochaine section, ce que l’on peut faire dans le cas où au
moins une hypothèse relative aux résidus n’est pas vérifée.

Détection d’outliers L’étude d’éventuel outliers passe par la mesure de l’impact de
chaque observation dans la régression. Cette mesure peut se faire de deux façons diffé-
rentes : (i) via le calcul de hat values ou encore de la distance de Cook.

(i) Hat values.

Notons hi = Hii où H est la matrice de projection de projection du vecteur y sur
l’espace engendré par les colonnes de la matrice X. Cette valeur hi représente le poids
de l’observation i sur sa propre prédiction ŷi.
Plus précisément, on montre que l’on a

ŷi = hiyi +
∑
j ̸=i

Hijyj .

Les valeurs hi sont toutes comprises dans [0, 1] et elles vérifient

n∑
i=1

hi = 1.

Ainsi, l’observation i est alors considérée comme une valeur aberrante si sa valeur

hi est éloignée de la valeur moyenne des hi qui est
1

n
. On utilisera souvent le fait que

hi >
2(p+ 1)

n
,

Pour dire que la donnée observée est une valeur aberrante.

(ii) Distance de Cook.

La distance de Cook mesure l’influence de chaque observation dans le modèle. Plus
précisément, elle cherche à évaluer ce qui se passerait si l’observation i n’était pas prise en
compte dans l’évaluation du modèle. Elle constitue une méthode de détection des valeurs
aberrantes qui concernent directement la droite de régression.

La distance de Cook associée à une observation i est définie par

Di =
∥β̂ − β̂i∥2X⊤X

(p+ 1)σ̂2
=

(β̂ − β̂i)
⊤(X⊤X)(β̂ − β̂i)

(p+ 1)σ̂2
,
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où β̂i représente les valeurs estimées de β dans le cas où l’observation i n’est pas
prise en compte pour l’estimation.

L’observation i est une valeur aberrante si :

Di > fp,n−p(1/2) ≃
n→∞

1,

où fp,n−p(1/2) représente le quantile d’ordre 1/2 d’une loi de Fisher à p et n − p
degrés de libertés.

Ces deux étapes diagnostiques peuvent également se faire graphiquement.

5.9 Extensions du modèle linéaire

Il est assez courant que les hypothèses de "gaussiennité" (ce mot n’existe pas mais
vous avez compris ce que dernier signifie) ou encore d’homogénéité des des variances ne
soient pas vérifiées alors que ces dernières sont fondamentales.

Cependant quelques solutions existent pour remédier à ce problème, même si ces
dernières ne sont pas infaillibles.

Cas de variances dépendantes . On suppose que Var[ε] = σ2I n’est pas vérifiée
et que l’on a plutôt Var[ε] = σ2Σ où la matrice Σ est connue. Il est alors possible de
résoudre un problème dit des moindres carrés généralisés qui se présente comme suit :

min
β∈Rp+1

∥y −Xβ∥2Σ−1 = min
β∈Rp+1

(y −Xβ)⊤Σ−1 (y −Xβ) .

Le vecteur β̂, solution de ce problème d’optimisation est défini par

β̂ =
(
X⊤Σ−1X

)−1
X⊤Σ−1y.

Cette solution est cependant peut réaliste car la matrice de covariance Σ n’est pas
connue en pratiquer.

Solution sous

Pour résoudre ce type de problème :

Package : nlme (Non Linear Mixed Effects Models)
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Fonction : gls (Generalized Least Squares)

Cas des erreurs non corrélées mais de variances inégales Dans ce cas là, on
suppose que

Var[ε] =


σ2
1 0 . . . 0
0 σ2

2 . . . 0
...

. . .
...

0 . . . . . . σ2
n


Si les estimateurs obtenus restent non biaisés, ils ne sont plus de variance minimale,

cela ne permet donc plus d’utiliser les tests statistiques que nous connaissons.

Une solution consiste alors à passer par une méthode des moindres carrés pon-
dérées, en définissant la matrice de poids

W =


1/σ2

1 0 . . . 0
0 1/σ2

2 . . . 0
...

. . .
...

0 . . . . . . 1/σ2
n


On cherchera alors à résoudre le problème suivant :

min
β∈Rp+1

∥y −Xβ∥2W = min
β∈Rp+1

(y −Xβ)⊤W (y −Xβ) .

Il s’agit du même problème que les moindres carrés généralisés en ayant posé Σ−1 =
W pour lequel les solutions sont données par la relation suivante

β̂ =
(
X⊤WX

)−1
X⊤Wy.

Remarque : il existe plusieurs façons de déterminer les poids à affecter à chaque exemple,
la plus classique étant de choisir une variance commune à l’ensemble des exemples et de
multiplier cette dernière par un facteur qui permet de traduire l’importance de l’observa-
tion. Une autre approche consiste à modéliser la variance des erreurs afin de les adapter
à chaque observation et espérer avoir des poids optimaux. Cette estimation se fait alors
en fonction des variables avec lesquelles l’hétéroscédasticité est observée. Cela complique
la présentation de ce cours, donc nous ne l’abordons pas ici. Le lecteur pourra cependant
regarder les modèles FGLS s’ils souhaitent en savoir d’avantage.
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Solution sous

Pour effectuer la régression linéaire pondérée :

Fonction : lm
Paramètre : weights

Transformation de la variable à expliquer On cherche ici à trouver une bonne
transformation de la variable à expliquer Y afin de corriger les défauts de linéarité entre
Y et Xj ou lorsque l’on observe une dépendance ou des variances hétérogènes pour nos
résidus.

Les transformations les plus fréquentes sont

•
√
Y pour des données de comptages

• ln(Y ) pour des variables à variations multiplicatives, i.e., lorsque le modèle met
en jeu la multiplication entre deux (ou plus) variables explicative Xj .

• arcsinY pour des données qui représentent des proportions

Ce sont bien sûr par les seules transformations possibles et nous pouvons envisager
l’usage de n’importe quelle transformation mathématique. On veillera cependant à ne
pas utiliser de fonctions trop complexes car cela pourrait nuire à l’interprétabilité des
modèles.

Cette procédure assez systématique s’appelle la procédure Box & Cox qui consiste
à effectuer la transformation suivante de la variable à expliquer Y

Y (λ) =


Y λ − 1

λ
if λ ̸= 0,

ln(Y ) otherwise.

Pour λ = 0 ou 0.5, on retrouve les transformations à l’aide la fonction logarithme
et racine carrée respectivement.

L’idée de cette procédure est de trouver automatique la bonne transformation à
appliquer, i.e., la bonne valeur de λ ! Pour cela on s’intéresse aux problèmes de régressions
suivants :

Y (λ) = Xβ + ε.

On va tester différentes valeurs de λ et on retiendra celle qui maximise la vraisem-
blance, celle qui permet d’avoir la meilleure adéquation entre les valeurs observées Y et
les valeurs des variables explicatives Xj .
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Procédure Box & Cox

Le problème est résolu automatiquement avec

Package : MASS
Fonction : boxcox

5.10 Cas des variables explicatives non quantitatives

Jusqu’à présent nous nous sommes contentés d’étudier le cas où les variables ex-
plicatives Xj sont quantitatives. Mais nous pouvons aussi chercher à estimer les valeurs
prises par la variable Y en fonction de critères non quantitatifs.

Par exemple, imaginons que l’on cherche à prédire le nombre de cellules immuni-
taires chez un individu suite à une réponse immunitaire. Bien évidemment que la réponse
immunitaire va dépendre de la quantité de pathogène présente dans l’organisme (variable
Xj quantitative), mais elle peut aussi dépendre de facteurs comme le fait de présenter
une maladie qui détruit réduit les défenses immunitaires, dans ce cas la variable Xj étu-
diée est binaire. Une autre variable à prendre en compte pourrait être aussi la souche du
pathogène, s’il existe différentes variantes de ce dernier. Dans ce cas, la variable Xj peut
prendre plus que deux valeurs différentes.

Dans cette dernière partie, nous allons voir comment prendre en compte des va-
riables qualitatives binaires ou polytomiques, i.e., qui présentent plus que deux
modalités dans nos modèles de régression. Le modèle linéaire gaussien ne permet l’usage
que deux variables quantitatives. Une étape clef consiste donc à retranscrire ces variables
en variable compréhensible par notre modèle.

Cas d’une variable Xj binaire/dichotomique De nombreuses variables qualita-
tives ne prennent que deux valeurs/modalités permettant de traduire l’appartenance à
un groupe ou non, le fait d’être porteur d’une maladie, présenter une infection ou non.
Une façon simple de les inclure dans notre modélisation est d’assigner la valeur Xj = 0
ou Xj = 1 selon que l’on présente ou non la caractéristique étudiée.
Après une telle transformation, deux choix s’offrent à nous. Nous pouvons ajouter cette
nouvelle information de manière (i)additive dans notre modèle ou encore sous la forme
d’un terme dit (ii)d’interaction, i.e., sous forme multiplicative, couplée à une variable
quantitative.

Regardons ces deux sur des exemples dans le cadre d’une régression avec une seule
variable quantitative X et une variable qualitative X ′.

Exemple 5.1. Soit Y une variable aléatoire qui représente la numération en lymphocytes
dans le corps d’un individu, X la quantité de pathogène présent chez l’individu et X ′ une
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variable qualitative qui représente le fait d’être vacciné ou non.
On supposera que X ′ = 0 si la personne n’est pas vaccinée et 1 dans le cas contraire.

(i) Regardons la version additive, i.e., le modèle

Y = β0 + β1X + β2X
′ + ε.

Comme notre variable X ′ ne peut prendre que deux valeurs, cela revient à avoir,
indirectement deux sous-modèles

Pour les personnes non vaccinées, X ′ = 0 Y = Y = β0 + β1X

qui est donc un modèle linéaire simple ici, et le modèle

Pour les personnes vaccinées, X ′ = 1 Y = β0 + β1X + β2,

Y = β0 + β2︸ ︷︷ ︸
nouvelle constante

+β1X.

Dans les deux écritures, le coefficient relatif à la quantité de pathogène X est le
même. La seule différence réside dans l’ordonnée à l’origine qui varie d’un coefficient β2
pour les personne vaccinées. On peut visualiser ces deux modèles comme suit :

Pathogène

Lymphocytes

Non vacciné

Vacciné

Cela signifie que l’impact de la quantité de pathogène est le même dans le cas, mais
les personnes vaccinées ont une réponse immunitaire de base plus importante.

(ii) Cas du terme d’intéraction où le modèle s’écrit

Y = β0 + β1X + β2XX ′ + ε,
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les variables X et X ′ sont multipliées entres elles. A nouveau, comme notre va-
riable X ′ ne peut prendre que deux valeurs, cela revient à avoir, indirectement deux
sous-modèles :

Pour les personnes non vaccinées, X ′ = 0 Y = Y = β0 + β1X

qui est donc un modèle linéaire simple ici, et le modèle

Pour les personnes vaccinées, X ′ = 1 Y = β0 + β1X + β2X,

Y = β0 + (β1 + β2)︸ ︷︷ ︸
nouvelle pente

X.

Dans les deux écritures, l’ordonnée à l’origine du modèle est le même β0. Le chan-
gement réside cette fois-ci dans l’impact de la quantité de pathogène dans l’organisme
sur la réponse immunitaire. Dans le cas d’une personne non vaccinée, cette vitesse est
traduite par le coefficient β1 alors que cette dernière est égale à β1+β2 pour une personne
vaccinée.

On peut visualiser ces deux modèles comme suit :

Pathogène

Lymphocytes

Non vacciné

Vacciné

Avec l’ajout d’un terme d’intéraction, dans cet exemple, on met en évidence le fait
que les personnes vaccinées ont une meilleure réponse immunitaire.

Dans cet exemple, on remarque que l’ajout de cette nouvelle information conduit
à avoir indirectement plusieurs modèles dans un seul, à condition que la nouvelle
information soit significative. Le premier modèle que l’on a présenté (cas où X ′ = 0)
constitue une sorte de modèle de base ou de référence sur lequel on vient ajouter notre
nouvelle information. C’est pour cela que, dans l’analyse, nous dirons que les personnes
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vaccinées répondent plus ou moins bien que les personnes vaccinées. On compare donc le
comportement d’une population par rapport à notre population de référence.

Bien évidemment, il est tout fait possible d’ajouter cette variable à la fois seule,
sous forme additive et sous la forme d’un terme d’intéraction, cela aura pour effet de
changer l’ordonnée à l’origine et la pente de notre modèle.

Regardons maintenant ce qu’il se passe dans le cas où l’on a une variable Xj qui
prend plus que deux valeurs différentes, i.e., une variable avec plus que deux modalités.

Cas d’une variable Xj polytomique On suppose maintenant que la variable ca-
tégorielle étudiée peut prendre plus que deux valeurs. On supposera que cette dernière
présente k > 2 modalités, i.e. Xj = {M1,M2, . . . ,Mk} où Ml représentent les différentes
valeurs.

Nous pourrions être tentés d’attribuer les valeurs 1, 2, . . . , k à chacune de ces mo-
dalités mais cette solution n’est (i) pas conforme au sens défini dans le cas binaire et
(ii) supposerait en plus une relation d’ordre entre les différentes modalités de cette
variable. En effet, si on suppose si on attribue la valeur 1 à la modalité M1 et la valeur
2 à M2, cela sous-entendrait que la modalité M2 a deux fois plus d’importance que la
modalité M1, cela n’a pas de sens sur le plan statistique.

Dans le cas binaire, nous avons présenté l’encodage effectué comme permettant
d’identifier si l’individu présente ou non une caractéristique étudiée : 1 s’il présente la
caractéristique étudiée et 0 sinon. On va se baser sur le même principe afin d’attribuer
une valeur binaire à chaque modalité de la variable. Cela passe par une décomposition de
la variable catégorielle en k− 1 variables binaires : XM2 , XM3 , . . . XMk

, qui traduisent
le fait d’avoir la caractéristique Ml ou non.

X ′

XM2 XM3
... XMk−1 XMk

La modalité M1 a un rôle de référence, qui servira de de base de comparaisons pour
l’étude du comportement des autres groupes définis par les autres modalités.
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Alors pourquoi créer k − 1 nouvelles et pas k variables ? C’est pour une question
d’identifiabilité du modèle, si on créé k variables binaires, nous aurions alors une matrice
de design pour laquelle XM1 +XM2 + . . .+XMk

= 1 sur chaque ligne. En effet, un indi-
vidu étudié appartient forcément à un des groupe étudié. Mais cette valeur 1 n’est rien
d’autre que la valeur qui est présente dans la première colonne de la matrice de design,
associée à la constante du modèle. L’ajout de ces nouvelle variable peut se faire de la
même façon que dans le cas précédent, soit de façon additive ou multiplicative, i.e., via
un terme d’intéraction.

Exemple 5.2. Soit Y une variable aléatoire qui représente la numération en lympho-
cytes dans le corps d’un individu, X la quantité de pathogène présent chez l’individu et
X ′ une variable qualitative qui représente le fait d’être (i) de ne pas être vacciné, (ii)
d’être vacciné et (iii) d’être vacciné et d’avoir fait son rappel..

On va donc réécrire notre variable en deux variables :

• X ′
1 qui traduit le fait d’être vacciné ou non

• X ′
2 :qui traduit le fait d’avoir fait son vaccin et son rappel ou non.

On peut, par exemple, inclure sous la forme suivante

Y = β0 + β1X + β2X
′
1 + β3X

′
2 + ε.

Cette première modélisation suppose que la réponse immunitaire est la même pour
les trois groupes d’individus vis à vis de l’agent pathogène. En revanche, la numération
en lymphocyte de base est d’autant plus élevé que l’individu a déjà été vacciné. Ce qui
conduirait au graphe suivant

Pathogène

Lymphocytes

Non vacciné

Vacciné

Vacciné + rappel

Ce comportement est réaliste sur le plan biologique, la vaccination ayant pour effet
de forcer notre système immunitaire à générer des cellules pour luter contre l’infection
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potentielle dont on souhaite se protéger via la vaccination, favorisant le développement
de cellules mémoires qui vont permettre de mieux répondre à une future infection. Le
rappel va ensuite agir comme un élément qui va permettre générer d’avantage de cellules
mémoires contre cette infection, augmentant ainsi la concentration de ces dernières dans
notre organisme.

Mais nous aurions également pu considérer le modèle où on suppose que la numé-
ration en lymphocyte de base est plus élevée chez les personnes groupe vacciné + rappel
et que la réaction immunitaire est plus rapide que chez les individus vacciné.

Y = β0 + β1X + β2XX ′
1 + β3X

′
2 + β4XX ′

2 + ε.

Ce nouveau modèle pourrait être représenté graphiquement comme suit :

Pathogène

Lymphocytes

Non vacciné

Vacciné

Vacciné + rappel
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6 ANOVA : Analyse de Variance

L’objectif de cette section est de proposer une nouvelle vision de l’ANOVA (Ana-
lyse de Variance) [Fisher, 1919, Fisher, 1921, Fisher, 1970] qui est utilisé dans le test de
comparaison de moyennes lorsque l’on dispose de plus de deux groupes.
Le test restera exactement le même mais on se propose cette fois-ci d’étudier ce problème
de comparaison de moyennes pour effectuer le test d’hypothèse suivant

H0 : µ1 = µ2 = . . . = µp, v.s. H1 : ∃k ̸= ℓ tel que µk ̸= µℓ.

en utilisant ce que nous avons vu sur les modèles linéaires et avec une vision plus
algébrique qui repose sur l’utilisation du Théorème de Cochran.

Cette analyse sera faite à travers un exemple qui consiste évaluer la réponse im-
munitaire chez des patients ayant suivi un protocole vaccinal différent.

6.1 Contexte : Réponse immunitaire et vaccination

On s’intéresse à une problématique d’immunologie clinique, et plus précisément à
l’évaluation de la réponse immunitaire humorale chez des patients ayant reçu un même
vaccin, selon quatre protocoles d’administration différents (variation de la dose ou pré-
sence d’un adjuvant).

L’étude est menée dans quatre centres hospitaliers, chacun appliquant un proto-
cole spécifique. Afin de comparer l’effet de ces protocoles sur la réponse immunitaire,20
patients sont inclus dans chaque centre, choisis aléatoirement et présentant des profils
cliniques comparables (âge, sexe, absence de pathologie immunodépressive).

Pour chaque patient, on mesure un score de réponse immunitaire, noté y, obtenu
à partir du taux d’anticorps neutralisants mesuré un mois après la vaccination. Ce score
est un indice entier allant de 4 à 8, défini à partir de seuils biologiques cliniquement
pertinents : plus la valeur du score est élevée, plus la réponse immunitaire est considérée
comme forte.

Les résultats sont résumés dans le tableau suivant, qui indique, pour chaque ni-
veau de réponse immunitaire, le nombre de patients observés dans chacun des quatre
protocoles :

Protocole 1 Protocole 2 Protocole 3 Protocole 4
y = 4 6 2 1 5
y = 5 5 4 3 6
y = 6 4 6 6 4
y = 7 3 5 7 3
y = 8 2 3 3 2
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On vérifie que chaque protocole concerne bien 20 patients.

La question centrale est de déterminer si les protocoles de vaccination induisent
des réponses immunitaires moyennes identiques, ou si certains protocoles permettent
d’obtenir une réponse significativement plus élevée que les autres.

Pour répondre à cette question, on utilisera une analyse de variance (ANOVA à un
facteur) afin de tester l’égalité des moyennes des scores de réponse immunitaire entre les
quatre protocoles.

6.2 Hypothèse gaussienne et analyse de la variance

On peut commencer comme on le fait souvent par supposer que les résultats sont
des réalisations de variables approximativement gaussiennes Yik où i est le numéro du
patient et k désigne le protocole suivi. Une façon de tester si tel est le cas est le test du
χ2 par exemple ou le test de Kolmogorov-Smirnov ou encore le test de Shapiro-Wilks.
Le modèle gaussien qui va nous permettre de mettre en évidence une différence entre les
protocoles est le suivant.

On suppose que la loi de Yik est gaussienne N (µj , σ
2) où la variance ne dépend ni

de l’atelier ni de l’employé. L’idée est donc de tester l’hypothèse suivante :

H0 : µ1 = µ2 = µ3 = µ4 v.s. H1 : ∃k ̸= ℓ tel que µk ̸= µℓ.

On va chercher une variable pivotale dont la loi sera connue et qui nous permettra,
si elle est trop grande par exemple, de conclure que l’hypothèse H0 est fausse avec un
certain risque prescrit à l’avance.

On appelle y le vecteur des observations, obtenu en mettant les ateliers "les uns
sous les autres", c’est à dire

y = [y1,1, . . . , y20,1, y1,2, . . . , y20,2, y1,3, . . . , y20,3, y1,4, . . . , y20,4]
⊤

Sans supposer H0, notre modèle de régression s’écrit de la façon suivante :

y = Xµ+ ε, (4)

ou, plus précisément
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y =



1 0 0 0
...

...
...

...
1 0 0 0
0 1 0 0
...

...
...

...
0 1 0 0
0 0 1 0
...

...
...

...
0 0 1 0
0 0 0 1
...

...
...

...
0 0 0 1




µ1

µ2

µ3

µ4

+ ε

où ε est un vecteur de composantes indépendantes gaussiennes N (0, σ2). Dans le
cas où l’hypothèse H0 est satisfaite, si on note µ = µ1 = . . . = µ4, on a

y =

1
...
1

µ+ ϵ.

Introduisons les notations suivantes

X =



1 0 0 0
...

...
...

...
1 0 0 0
0 1 0 0
...

...
...

...
0 1 0 0
0 0 1 0
...

...
...

...
0 0 1 0
0 0 0 1
...

...
...

...
0 0 0 1



µ =


µ1

µ2

µ3

µ4

 et e =

1
...
1



Dans le cas général où on ne suppose pas H0, on a

E[y] = Xµ
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ce qui montre donc que E[y] est dans l’espace image de dimension 4 de la matrice
X que nous noterons V . De façon analogue, si l’hypothèse H0 est vérifiée,

E[y] =


1
...
...
1

µ

et donc, E[y] est dans l’espace image de dimension 1 de la matrice constituée d’une
seule colonne de 1, i.e., de notre vecteur unité.

6.3 Construction théorique du test de Fisher

On cherche maintenant à mettre en avant pourquoi le test de comparaison de
moyennes consiste à étudier un ratio de variances, i.e., l’origine du test de Fisher.

Rappelons que V est l’espace engendré par les colonnes de la matrice de design X.
Notons U l’espace image de dimension 1 de la matrice constituée d’une seule colonne de
1. Notons également W le supplémentaire orthogonal de U dans V , c’est à dire tous les
vecteurs de V qui sont orthogonaux à tous les vecteurs de U .

L’idée est alors d’étudier les projections de y sur U , sur W et sur V ⊥, le supplé-
mentaire orthogonal à V dans l’espace total R80, et de construire une variable pivotale à
partir des lois de ces projections entièrement déterminées par le Théorème de Cochran.
On finit en posant quelques notations.

Notations . Si H est un sous espace vectoriel de Rn et z un vecteur de Rn, on notera
dans toute la suite par pH(z) la projection orthogonale de z sur H. On notera par I la
matrice identité.

Remarque sur la dimension des espaces . L’espace V étant celui engendré par
les colonnes de X, il est donc de dimension 4 et son supplémentaire orthogonal, noté
V ⊥, dans Rn est de dimension n − 4. L’espace vectoriel U est de dimension 1 et son
supplémentaire orthogonal dans V , noté W , est de dimension 4− 1 = 3.

6.4 Formule explicite de la projection sur H

La projection sur H s’exprime de manière très explicite en utilisant une base de
H comme le suit : soit A ∈ Rn×d une matrice dont les colonnes forment une base de H.
Alors, la matrice A⊤A est inversible et la projection orthogonale pH(z) de z sur H est
donnée par
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pH(z) = A(A⊤A)−1A⊤z.

E = R3

z

pH(z)

H

(IdE − pH)(z)

x1

x2

x3

0

En effet, calculer la projection de z sur H, connaissant une base de H peut s’ex-
primer comme le problème de trouver un vecteur w de la forme

w = Aβ

c’est à dire combinaison linéaire des colonnes de A, et qui soit le plus proche
possible de z : cela revient à résoudre

min
β

∥z−Aβ∥22

On connaît déjà la solution à ce problème :

β̂ = (A⊤A)−1A⊤z

et donc le meilleur w est Aβ̂, c’est à dire A(A⊤A)−1A⊤z.

C’est une relation que nous avions déjà utilisé beaucoup plus tôt lorsque l’on a
définit les valeurs prédites ŷ et les erreurs ε̂ de notre modèle. Mais revenons à notre
exemple.

6.5 Retour à notre exemple

Dans le cas de notre problème, nous avons les propriétés suivantes qui permettront
de construire des estimateurs utiles et d’appliquer le Théorème 4.1. En effet, sous les
hypothèses du modèle (4) on a

y = Xµ+ ε
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donc E[y] = Xµ et ainsi E[y] ∈ V , l’espace engendré par les colonnes de X.
nous avons ainsi,

pV (y) = X(X⊤X)−1X⊤y.

et donc

E[pV (y)] = E[X(X⊤X)−1X⊤y] = X(X⊤X)−1X⊤ E[y] = pV (E[y]).

En résumé

E[pV (y)] = pV (E[y]) = E[y].

Mais, si l’hypothèse nulle est vraie, on a

E[pU (y)] = E[y].

On en déduit que (i) pV (y) est un estimateur non biaisé de E[y] et (ii) sous
l’hypothèse H0, pU (y) est un estimateur non biaisé de E[y].

6.6 Test de Fisher d’appartenance à un sous-espace

Construisons maintenant le test permettant de tester si l’hypothèse nulle est cohé-
rente avec les observations effectuées. La projection de y sur V ⊤ est

pV ⊤(y) = y − pV (y).

De plus, par le lemme précédent,

E[pV ⊥(y)] = E[y − pV (y)] = E[y]− E[pV (y)] = 0

En effet, on se rappelle que cela revient à projet les données sur le supplémentaire
orthogonale de l’espace engendré par nos données, i.e., ici on calcule les résidus ε̂, qui
sont bien centrés !

Ainsi le Théorème 4.1 s’applique et comme

y − pV (y) = Xµ+ ε− pV (Xµ+ ε),

= Xµ+ ε− pV (Xµ)− pV (ε),

↓ comme pV (Xµ) = Xµ
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= Xµ+ ε−Xµ− pV (ε),

= ε− pV (ε),

y − pV (y) = pV ⊤(ε)

et donc

y − pV (y) = ε− pV (ε) = pV ⊥(ε).

ce qui donne au final, comme ε ∼ N (0, σ2I),

∥y − pV (y)∥22
σ2

= ∥pV ⊥(ε/σ)∥22 ∼ χ2(n− 4).

D’autre part, la projection de y sur W est pV (y)− pU (y).

Sous l’hypothèse H0, cette projection a une espérance nulle et le Théorème 4.1
s’applique encore. On obtient alors

∥pV (y)− pU (y)∥22
σ2

=
∥pV (Xµ+ ε)− pU (Xµ+ ϵ)∥22

σ2
,

=
∥pV (Xµ) + pV (ε)− pU (Xµ)− pU (ε)∥22

σ2
,

=
∥Xµ+ pV (ε)−Xµ− pU (ε)∥22

σ2
,

=
∥pV (ε)− pU (ε)∥22

σ2
,

= ∥pW (ε/σ)∥22 ∼ χ2(4− 1).

De plus, comme W et V ⊥ sont orthogonaux, le Théorème 4.1 implique que les
vecteurs y − pV (y) et pV (y)− pU (y) sont indépendants.

Ceci nous permet donc de conclure au résultat suivant

Proposition 6.1: Test de Fisher

Dans les conditions du modèle, sous l’hypothèse H0 on a

∥y − pV (y)∥2/(n− 4)

∥pV (y)− pU (y)∥2/(4− 1)
∼ F (n− 4, 4− 1)

où F (d1, d2) est le symbole de la loi de Fisher à d1 et d2 degrés de liberté.
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Nous avons donc obtenu notre variables pivotale : le rapport des normes au carrées
des projections de y sur V ⊥ et W . Nous pouvons faire ensuite faire le test permettant de
vérifier si l’hypothèse H0 est contredite ou non. On considère la réalisation y du vecteur
à notre disposition. On choisit alors le risque de première espèce α puis on cherche le
quantile f1−α de la loi de Fisher à n− 4 et 4− 1 = 3 degrés de libertés.

On calcule alors le rapport

ftest =
∥y − pV (y)∥2/(n− 4)

∥pV (y)− pU (y)∥2/(4− 1)

Ainsi, on rejette l’hypothèse H0 si ftest > f1−α.

Ce test est donc bien notre Analyse de Variance étudié en cours de statistiques.
Cette dénomination est à première vue paradoxale car le but est tout de même de savoir
si les espérances sont égales. Le calcul explicite du rapport montre que l’on est en fait en
train de comparer des variances, ce qui résout ce paradoxe apparent.

6.7 Lien avec l’ANOVA "statistiques"

Pour finir le lien, il faudrait faire le lien entre les différentes composantes de la
variance, i.e., la variance inter-classe et la variance intra-classe et les relier à la décom-
position suivante :

p∑
k=1

nk∑
i=1

(yik − ȳ)2︸ ︷︷ ︸
SCT

=

p∑
k=1

nk(ȳk − ȳ)2︸ ︷︷ ︸
SCE

+

p∑
k=1

nk∑
i=1

(yik − ȳk)
2

︸ ︷︷ ︸
SCR

,

où ȳ désigne la moyenne de l’ensemble des observations, ȳk la moyenne des obser-
vations du groupe k.

En reprenant les notations des projections utilisées dans les sections précédentes
sur l’ANOVA, on a alors ȳ = pU (y). Ce qui permet de réécrire la somme des carrés sur
l’ensemble des observations comme suit :

SCT =

p∑
k=1

nk∑
i=1

(yik − ȳ)2 = ∥y − pU (y)∥2.

De la même façon, en utilisant le fait que la projection sur l’espace , qui est celui
engendré par les colonnes de X, correspond au calcul de la moyenne sur chaque groupe,
nous avons donc
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SCR =

p∑
k=1

nk∑
i=1

(yik − ȳk)
2 = ∥ȳ − pV (y)∥2.

Il reste à traiter la partie résiduelle, i.e., la part de variance qui est expliquée par
le facteur,

SCE =

p∑
k=1

nk(ȳk − ȳ)2 = ∥ȳ − pV (y)∥2.

∥ε̂∥2 = yT (In −PV )y,=

A finir !
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7 Régression linéaire avec

Dans cette section, nous allons mettre en pratique l’ensemble des éléments étudiés
dans le cadre de la régression simple et multiple afin d’illustrer les concepts présentés en
cours. On s’attachera aussi à présenter l’étude des sorties d’un modèle de régression, la
construction d’un modèle et l’analyse des résidus en utilisant les fonctions de prévues
à cet effet.

Pour cette analyse pratique, on se servira du jeu de données qui se trouvent dans
le fichier biology.csv. A l’aide de ces données, on cherche à modéliser la réponse immu-
nitaire, mesurée par le nombre de lymphocytes circulants (en cellules/µL) dans notre
corps, en fonction de facteurs, physiologiques, inflammatoires, hormonaux et environne-
mentaux.
On donne ci-dessous une brève description des différentes variables de notre jeu de don-
nées :

• lymphocyte_count : nombre de lymphocytes circulants (en cellules/µL)
• age : age de l’individu en années. Le vieillissement est en général associé à une

immunoscénescence progressive, i.e., une baisse du système immunitaire.
• bmi : indice de masse corporelle (en kg/m) des individus.
• crp : Protéine C-réactive (en mg/L). Il s’agit d’un marqueur systémique de

l’inflammation.
• il6 : Interleukine 6 (en pg/mL). Il s’agit d’une cytokine (substance sécrétée

par les cellules immunitaires favorisant la communication entre elles, elles par-
ticipent à l’activation de la réponse immunitaire) pro-inflammatoire stimulant
la production de CRP

• vitamin_d : taux de vitamine D dans le sang (en ng/L).
• cortisol : hormone du stress (en µg/dL). Le stress a des effets immunosup-

presseurs sur le long terme.
• sleep_duration : nombre d’heures de sommeil par nuit (heure).
• hydratation : quantité d’eau absorbée par jour (en L).
• infection_status : type d’infection présenté par l’individu acute pour in-

fection aigüe ou chronic pour une infection chronique.

# Pour charger un jeu de données
data = read.csv("data/biology.csv")
head(data)

## lymphocyte_count age bmi crp il6 vitamin_d cortisol
## 1 1487.72934 31.97243 21.22264 2.8545998 2.2070425 37.87211 15.64362
## 2 47.88859 56.96815 28.76752 0.5896974 0.9273960 25.02487 23.42036
## 3 643.08984 48.39574 34.44940 1.8952241 1.4013716 28.78811 16.10388
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## 4 441.10119 26.92446 24.68801 3.2018812 2.9399942 15.22611 16.18863
## 5 1059.07271 38.05680 21.98777 1.4161301 0.9773586 27.52746 14.59465
## 6 -373.86103 64.81724 24.35162 4.5197152 3.9790235 14.94034 18.57604
## sleep_duration hydration infection_status
## 1 7.173524 1.809469 acute
## 2 7.826513 3.447744 chronic
## 3 6.627395 3.067178 acute
## 4 4.695238 1.799168 acute
## 5 7.170056 1.851279 chronic
## 6 8.185711 2.417206 chronic

# Régression linéaire
mymodel = lm(lymphocyte_count~.,data)
summary(mymodel)

##
## Call:
## lm(formula = lymphocyte_count ~ ., data = data)
##
## Residuals:
## Min 1Q Median 3Q Max
## -762.31 -150.93 0.57 152.49 775.62
##
## Coefficients:
## Estimate Std. Error t value Pr(>|t|)
## (Intercept) 1955.4183 88.8511 22.008 < 2e-16 ***
## age -6.4485 0.6628 -9.729 < 2e-16 ***
## bmi -13.6706 1.5984 -8.553 < 2e-16 ***
## crp -128.3123 18.6714 -6.872 1.28e-11 ***
## il6 9.8938 20.5190 0.482 0.630
## vitamin_d 17.7749 0.9017 19.713 < 2e-16 ***
## cortisol -39.1988 1.6188 -24.214 < 2e-16 ***
## sleep_duration -1.7193 7.3612 -0.234 0.815
## hydration -10.3794 13.7241 -0.756 0.450
## infection_statuschronic -259.3852 16.0377 -16.173 < 2e-16 ***
## ---
## Signif. codes: 0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1
##
## Residual standard error: 225.3 on 790 degrees of freedom
## Multiple R-squared: 0.6678,Adjusted R-squared: 0.664
## F-statistic: 176.5 on 9 and 790 DF, p-value: < 2.2e-16
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Troisième partie

Modèles Linéaires Généralisés

La régression linéaire multiple s’est révélé être un outil puissant pour estimer les
valeurs prises une variable à expliquer Y quantitative, de différente nature, à partir
d’un ensemble de variables explicatives Xj de natures différentes (i.e., quantitatives ou
qualitatives) par la relation.

E[Y | X] = Xβ.

Nous avons également vu comment nous pouvions étendre ce modèle dans le cas
où les relations entre les variables Y et Xj ne sont plus simplement additive mais poten-
tiellement multiplicative, nous permettant de résoudre une grande variété de problèmes.

Ces modèles restent cependant limités et ne permettent de prédire les valeurs ob-
servées que pour des variables Y quantitatives. Alors comment adapter ces derniers
lorsque la variable que l’on cherche à prédire l’appartenance d’un individu à un groupe
donné, i.e., lorsque l’on cherche à prédire une étiquette pour ce dernier (e.g., individu
malade vs. individu sain), c’est-à-dire lorsque la variable à prédire est qualitative. Ou
encore lorsque la donnée à prédire est une donnée de comptage. Comment adapter ou
généraliser ces modèles dans le cas où il y a une relation non linéaire entre Y et les Xj .

L’exemple que nous allons étudier, qui est le plus classique, est celui qui consiste à
estimer

E[Y | X] = P[Y = 1 | X] ∈ (0, 1).

Il serait bien sûr inadapté d’utiliser une relation linéaire pour estimer cette pro-
babilité, la modélisation linéaire Xβ renvoyant un nombre réel. Il faudrait trouver une
façon de transformer cette sortie du modèle linéaire afin que les valeurs soient cohérentes
avec les valeurs de la variable aléatoire Y . Formellement, cela passe par l’introduction
d’une fonction g à valeurs réelles définies par

g(µ) = Xβ, où µ = E[Y | X].

Pour énoncer les choses simplement, un modèle linaire généralisé consiste à se don-
ner (i) une variable à expliquer Y , généralement une variable aléatoire dont la loi est
issue de la famille exponentielle et (ii) une fonction de lien g telle que g(µ) = Xβ.
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8 Généralités sur les modèles

Avant de s’attaquer à la présentation des modèles généralisés. On commence par
présenter ce qu’est une variable aléatoire issue de la famille exponentielle.

8.1 Famille exponentielle

La famille de loi exponentielle regroupe un ensemble de lois de probabilités dont
la densité peut s’écrire sous la forme

f(x) = c(θ)h(x) exp (⟨θ, T (x)⟩) .

L’étude de ces lois particulières va nous permettre d’avoir une formulation explicite
de la fonction de lien. Regardons tout de suite quelques exemples.

Exemple 8.1. Considérons une variable aléatoire Y ∼ N (µ, σ2) dont la densité est
donnée par

f(x) =
1√
2πσ2

exp

(
−1

2

(x− µ)2

σ2

)
.

On peut voire que la loi normale est une loi de la famille exponentielle en posant

c(θ) =
1√
2πσ2

exp

(
−µ2

2σ2

)
, θ =

(
µ/σ2

1/σ2

)
et T (x) =

(
x

−x2/2

)
.

Exemple 8.2. Soit maintenant une variable aléatoire suivant une loi Gamma de para-
mètres α, η > 0 dont la densité, pour tout réel x ≥ 0, est donnée par

f(x) =
ηα

Γ(α)
xα−1e−ηx,

où Γ est la fonction définie pour tout u > 0 par Γ(u) =

∫ +∞

0
tu−1e−tdt

Il s’agit à nouveau d’une loi de la famille exponentielle. Il suffit de poser

c(θ) =
ηα

Γ(α)
, θ =

(
α
η

)
et T (x) =

(
ln(x)
−x

)
.

Dans ces exemples, on remarque que le paramètre θ ne dépend pas que de la
moyenne de la loi considérée. Or, il serait plus intéressant d’avoir une paramétrisation
qui dépende uniquement de la moyenne, qui est la valeur que l’on cherche à estimer
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à l’aide de nos modèles linéaires généralisés. C’est pourquoi, on privilégie souvent la
formulation suivante dans ce contexte

fθ,ϕ(x) = exp

[
θy − b(θ)

a(ϕ)
+ c(y, θ)

]
, (5)

où θ est un paramètre qui dépend de la moyenne uniquement et ϕ représente le
paramètre de dispersion, a, b et c sont des fonctions connues et dérivables. La fonction b
sera même supposée trois fois dérivables et sa dérivée b′ inversible.

Reprenons les deux exemples précédents pour exprimer leur densité avec cette
nouvelles paramétrisation.

Exemple 8.3. Considérons à nouveau Y ∼ N (µ, σ2) pour laquelle on a E[Y ] = µ, alors

fθ,ϕ(x) = exp

[
µx− 1

2µ
2

σ2
− x2

2σ2
− 1

2
ln(2πσ2)

]
.

On retrouve la formulation présentée en Equation (5) en posant les notations sui-
vantes

θ = µ = E[Y ], ϕ = σ2, b(θ) =
θ2

2
, a(ϕ) = ϕ et c(x, ϕ) = −x2

ϕ
− 1

2
ln(2πϕ).

Exemple 8.4. Faisons de même avec la loi Gamma, pour laquelle on a E[Y ] =
α

η
. Dans

ce cas, on peut écrire

fθ,φ(x) = exp

[
−ηx/α+ ln(η/α)

1/α
− ln(x) + α ln(x) + α ln(α)− ln(Γ(α))

]
.

On retrouve la formulation présentée en Equation (5) en posant les notations sui-
vantes

θ = − η

α
= − 1

E[Y ]
, ϕ =

1

α
, b(θ) = − ln(θ), a(ϕ) = ϕ

et

c(x, ϕ) = − ln(x) + ϕ−1ϕ ln(x)− ϕ−1 ln(ϕ)− ln(Γ(ϕ−1)).

103 - Modélisation Linéaire - L3-MIASHS - Info



Remarque. Pour une grande partie des modèles, nous avons a(ϕ) = ϕ.

La proposition suivante nous donne une relation entre la moyenne, la variance d’une
variable aléatoire et les paramètres θ et ϕ des lois de la famille exponentielle.

Proposition 8.1: Paramètres familles exponentielles

Considérons une variable aléatoire Y de la famille de loi exponentielle dont la
densité peut s’écrire sous la forme définie par l’Equation (5). Alors

1. l’espérance de la variable aléatoire Y est donnée par E[Y ] = b′(θ),

2. la variance de cette variable aléatoire est donnée par Var[Y ] = b′′(θ)a(ϕ).

Cette proposition montre que le paramètre θ contrôle la moyenne et la variance par
l’intermédiaire des fonctions b′ et b′′, liant ainsi la moyenne et la variance d’une variable
aléatoire.

On peut en effet écrire la variance comme fonction de la moyenne via la relation
Var[Y ] = V (µ)a(ϕ) = b′′(θ)a(ϕ) donc V (µ) = b′′(θ). De plus, nous avons E[Y ] = b′(θ) =
µ or on a suppose la fonction b′ inversible, donc θ = (b)−1 (µ). La fonction µ 7→ g(µ) =
(b)−1 (µ) est appelée lien canonique. C’est cette fonction qui nous servira à définir notre
modèle linéaire généralisé.

8.2 Définition du modèle linéaire généralisé

Nous avons maintenant tout ce qu’il nous faut pour relier la variable à expliquer
Y à l’ensemble de nos variables explicatives X. On supposera toujours que la variable Y
est une variable de la famille de la loi exponentielle dont la densité peut s’écrire sous la
forme présentée en Equation (5).

Dans ce cas nous avons

E[Y ] = µ et g(µ) = Xβ,

où g est notre fonction de lien.
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Définition 8.1: Modèles linéaires généralisés

Un modèle linéaire généralisé est la donnée

1. d’un ensemble de variables aléatoires Y1, . . . , Yn chacune de densité

fθi,ϕi
(yi) = exp

[
θiyi − b(θi)

a(ϕi)
+ c(y, θi)

]
2. d’un ensemble de paramètres β ∈ Rp+1 et d’un ensemble de variables

explicatives X1, . . . , Xp

3. d’un lien entre les variables Yi et les paramètres β1, . . . , βp via

{
E[Yi] = µi où µi est une fonction de θ,

g(µi) = x⊤
i β où g est une fonction inversible et différentiable

La fonction g est alors choisi comme étant la fonction de lien canonique, i.e.,
g = (b′)−1 . Le choix reste cependant compliqué en pratique, la plupart du temps, on se
basera sur une étude du graphe (µi;x

⊤
i β).

Regardons quelques exemples de fonctions de liens en fonction de la nature de la
distribution.

Distribution g(µ) Lien canonique

Binomiale ln

(
µ

1− µ

)
logit

Poisson ln(µ) logarithmique

Normale µ identité

Gamma µ−1 inverse

Regardons cela de suite pour la loi Normale, la loi Gamma et la loi de Poisson.
Nous traiterons le cas de la loi Binomiale lorsque nous aborderons la régression logistique
en Section 9.

Loi Normale La densité de la Normale de paramètres µ et σ2 est donnée par
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f(y) =
1√
2πσ2

exp

(
−1

2

(y − µ)2

σ2

)
.

Nous avions directement θ = µ donc b(θ) =
1

2
µ2 =

1

2
θ2. On retrouve bien la fonc-

tion de lien identité et donc notre modèle de régression linéaire gaussien présenté en
première partie de ce cours.

Loi de Poisson. La densité de la loi de Poisson de paramètre λ > 0 est donnée
par

f(y) = P[Y = y] =
λye−λ

y!
=

1

y!
exp (y ln(λ)− λ) = exp (y ln(λ)− λ− ln(y!))

On peut lire directement la paramétrisation suivante

θ = ln(λ), ϕ = 1, a(ϕ) = 1, b(θ) = exp(θ) = λ et c(y, ϕ) = − ln(y!).

Ainsi la fonction de lien canonique est donnée par g(µ) = ln(µ), il s’agit de la
fonction de lien logarithmique.

Le modèle de régression qui en découle s’appelle la régression de Poisson définie
par

g(µ) = g(E[Y | X]) = Xβ ⇐⇒ E[Y | X] = exp(Xβ) = λ.

On retrouve bien le fait que g = (b′)−1 avec cette réécriture.

Loi Gamma. Nous avons déjà vu que la densité de la loi Gamma peut être écrite

fθ,φ(x) = exp

[
−ηx/α+ ln(η/α)

1/α
− ln(x) + α ln(x) + α ln(α)− ln(Γ(α))

]
.

Avec la paramétrisation suivante :

θ = − η

α
= − 1

E[Y ]
, ϕ =

1

α
, b(θ) = − ln(θ), a(ϕ) = ϕ

et

c(x, ϕ) = − ln(x) + ϕ−1ϕ ln(x)− ϕ−1 ln(ϕ)− ln(Γ(ϕ−1)).
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On en déduit que la fonction de lien g = (b)−1 n’est rien d’autre que l’opposé de
la fonction inverse. Remarquons cependant que, le signe "-" est parfois absorbé par le
paramètre β de la régression afin de simplifier les notations.

Exemple 8.5 (Un cas de régression logistique). Plaçons nous dans un contexte de gé-
néalogie linguistique où que l’on cherche les ancêtres communs à plusieurs langues. On
suppose que si deux langues sont séparées par un temps t, on modélise la probabilité que
ces deux langues aient des mots apparentés pour un même sens par la valeur e−θt où
θ ∈ R. On considère plusieurs sens fixés pour i ∈ J1, nK. On considère le même paramètre
θ pour les n sens communs Y1, . . . , Yn où Yi = 1 si les langues ont des mots apparentés
pour le sens i et 0 sinon.

On opte alors pour la modélisation suivante : Yi ∼ B(π). Ainsi la probabilité que
les langues soient apparentés pour le sens i est P[Yi = 1] = π = e−θt. Dans cette mo-
délisation, on cherche estimer la valeur de π qui est l’espérance de la variable aléatoire
Yi, le paramètre à estimer θ n’est rien d’autre que β et les variables explicatives sont
Xi = t,∀i ∈ J1, nK.

Exemple 8.6 (Un cas de régression de Poisson). On s’intéresse au taux de mortalité dans
une population. Pour cela, on modélise le nombre de décès par période de temps fixée (e.g.
un an) dans une population par une variable aléatoire Y qui suit une loi de Poisson de
paramètre µ = E[Y ] où µ est le nombre moyen de décès par période. Ce nombre moyen
de décès peut dépendre de plusieurs variables comme la taille de la population, l’âge, le
sexe ou encore le profil médical des individus.

Le nombre de décès peut par exemple être modélisé par

E[Y ] = µ = nλXβ,

où n est le nombre d’individus dans la population et λXβ est le taux de décès par
tranche de 105 personnes.

Imaginons que l’on souhaite étudier l’influence de l’âge sur la mortalité. On consi-
dère alors Y1, . . . , Yn le nombre de décès se produisant dans les tranches d’âge i = 1, . . . , n.
On va supposer que les variables Yi sont indépendantes.
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Sur cet exemple, on remarque la tendance est globalement linéaire, i.e., il y a une
relation linéaire entre le logarithme de la quantité étudié et la tranche d’âge, cela suggère
donc une modélisation de Poisson.

Pour une variable aléatoire Yi suivant une loi de poisson de paramètres µi, nous
avons E[Yi] = µi = nie

θi. On a donc

g(µi) = ln(µi) = ln(ni) + θi = x⊤
i β,

où β =

1

θ

 et xi =

ln(ni)

i

.

Regardons maintenant comment estimer les paramètres du modèle linéaire généra-
lisé.

8.3 Inférence dans les modèles linéaires généralisés

L’estimation des paramètres du modèle se fait par maximum de vraisemblance.
Pour cela on considère que les variables Y1, . . . , Yn sont indépendantes d’espérance µi et

que l’on g(µi) = x⊤
i β. On supposera aussi, en toute généralité, que ai(ϕ) =

ϕ

wi
, où ϕ

représente un paramètre de dispersion et wi des poids supposés connus.
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Nous allons regarder comment estimer les paramètres β et ϕ.

Estimation de β

Comme on travaille avec des lois de la famille exponentielle (voir Equation (5)), la
vraisemblance L est donnée par

L((y1, . . . , yn), θ1, . . . , θn, ϕ) =

n∏
i=1

exp

[
yiθi − b(θi)

ai(ϕ)
− c(yi, ϕ)

]
.

La log-vraisemblance du modèle ℓ est donnée par

ℓ((y1, . . . , yn), θ1, . . . , θn, ϕ) =

n∑
i=1

yiθi − b(θi)

ai(ϕ)
−

n∑
i=1

c(yi, ϕ)︸ ︷︷ ︸
=ℓi

.

On rappelle que le but est de maximiser la log-vraisemblance ℓ, on doit donc étudier
les dérivées partielles et regarder à quelles conditions ces dernières s’annulent. Pour la
suite, on posera également γi = x⊤

i β et remarquons que

∂ℓ

∂βj
=

n∑
i=1

∂ℓi
∂βj

=
n∑

i=1

∂ℓi
∂θi

∂θi
∂µi

∂µi

∂γi

∂γi
∂βj

,

Les dérivées partielles sont données par

∂ℓi
∂θi

=
yi − b′(θi)

ϕ/wi
,
∂θi
∂µi

=
∂ (b′)−1 (µi)

∂µi
=

1

b′′((b′)−1(µi))
=

1

b′′(θi)
,
∂µi

∂γi
= (g−1)′(γi) et

∂γi
∂βj

= xij .

On a donc

∂ℓ((y1, . . . , yn), θ1, . . . , θn, ϕ)

∂βj
=

n∑
i=1

yi − b′(θi)

ϕ/wi
× ︸ ︷︷ ︸

1

b′′(θi)
× (g−1)′(γi)× xij ,

↓ 1/b′′(θi) = 1/V (µi)

=

n∑
i=1

yi − b′(θi)

ϕ/wi
× V −1(µi)× ︸ ︷︷ ︸(g−1)′(γi)× xij ,

↓ (g−1)′(γi) =
1

g′(g−1(γi))
=

1

g′(µi)
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=
n∑

i=1

yi − b′(θi)

ϕ/wi
× V −1(µi)×

1

g′(µi)
× xij ,

∂ℓ((y1, . . . , yn), θ1, . . . , θn, ϕ)

∂βj
=

n∑
i=1

wi(yi − µi)xij
ϕ(g′(µi)V (µi))

.

Ainsi, nous sommes amenés à résoudre le système suivant

n∑
i=1

wi

ϕ

yi − µi

g′(µi)V (µi)
xij = 0, ∀j = 1, . . . , p,

où les µi dépendent non linéairement de β. Ainsi, contrairement à ce que nous
avons vu pour le modèle linéaire gaussien, il ne sera pas possible d’obtenir une expression
analytique des estimateurs β̂. Nous devons passer par une procédure récursive. Plusieurs
algorithmes existent, reposant sur la dérivée première (IRLS pour Iterative Revweighted
Least Squares) ou encore la dérivée seconde la log-vraisemblance (Newton-Raphson).
Nous étudierons le second algorithme dans en Section 9 dans le cas particulier de la
régression logistique.

Estimation de ϕ

Pour l’estimation du paramètre de dispersion ϕ, on peut procéder par maximum
de vraisemblance ou encore par la méthode des moments [MacCullagh and Nelder, 1989]
et s’effectue nécessairement après l’estimation du paramètre β.

L’estimateur est définie par

ϕ̂ =
1

n− p

n∑
i=1

(yi − µ̂i)
2

V (µ̂i)
=

1

n− p

n∑
i=1

r2i ,

où r2i =
(yi − µ̂i)

2

V (µ̂i)
désignent les résidus de Pearson.

Prévision du modèle

Considérons X = xi, la prévision ou prédiction effectuée par le modèle est µ̂i =
g−1(x⊤

i β̂). Cette prédiction peut se faire aussi bien sur une donnée ayant servi à l’ap-
prentissage du modèle que sur une nouvelle donnée.

Nous n’irons pas plus loin dans la présentation des modèles linéaires généralisés
comme la qualité du modèle, les tests d’ajustement ou encore l’évaluation de la qualité du
modèle, la comparaison des modèles ou encore l’étude des résidus. Nous verrons certains
dans ces points dans des cas particuliers, comme celui de la régression logistique.
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9 Régression logistique

On souhaite étudier un cas particulier de modèle linéaire généralisé, la régression
logistique. Il s’agit du cas particulier ou l’on considère une variable Y binaire, i.e. qui
ne prends que les valeurs 0 et 1.

9.1 Motivations

On cherche à construire un modèle de régression capable de déterminer si un in-
dividu est atteint ou non d’une infection en fonction de sa numération en lymphocytes.
La variable prédite peut prendre deux valeurs : 1 si la personne a une infection et 0 sinon.

À première vue, rien ne nous empêche d’apprendre un modèle linéaire pour tenter
d’ajuster notre nouveau nuage de points, comme illustré ci-dessous.

Infection

Lymphocyte
y = 0

y = 1

• • •

• • •

h(x) = 0.5

Il suffira alors de prendre un seuil, sur les valeurs prises par notre hypothèse h, au-
delà duquel un individu sera considéré comme malade, e.g. on considère qu’un exemple x
appartient à la classe positive (y = 1) lorsque l’hypothèse h renvoie une valeur supérieure
à 0.5 (i.e. négatif sur la partie gauche et positif sur la partie droite). Dans cet exemple,
cela fonctionne bien.

Considérons maintenant un autre cas où le nombre de lymphocytes peut être ex-
trêmement élevé, ce qui signifie que l’infection est grave. Ce nouvel ensemble de données
est représenté ci-dessous.
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Infection

Lymphocyte
y = 0

y = 1

• • •

• • • • • •

h(x) = 0.5

Cette fois-ci, nous constatons que si nous utilisons le même seuil, nous manquons
des cas positifs ou des personnes infectées.

L’exemple précédent montre que la façon dont nous modélisons notre problème
n’est pas bien choisie, nous avons besoin d’une structure différente, c’est-à-dire d’une
courbe plus adaptée à la structure de nos données. Par exemple, nous avons besoin d’un
modèle qui soit représenté comme suit :
Infection

Lymphocyte
y = 0

y = 1

• • •

• • • • • •

0.5

Un tel modèle prend ses valeurs dans [0, 1] et nous pouvons donc dire qu’il estime
la probabilité d’avoir une infection.

Regardons maintenant comment obtenir un tel modèle en exploitant ce que nous
avons vu dans le cadre des modèles linéaires généralisés.
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9.2 Lien avec les modèles linéaires généralisés

Si l’on reprend l’exemple précédent, notre objectif est de trouver une fonction qui
va permettre de transformer les sorties de notre modèle linéaire standard de façon à ce
que ces dernières se trouvent dans l’intervalle [0, 1]

Une telle fonction nous sera automatique donnée par nos modèles linéaires géné-
ralisées présentés dans la précédente section. En effet, on rappelle que ces derniers sont
donnés sont définies par l’existence d’une fonction g telle que

g (E[Y | X]) = Xβ,

où g est notre fonction de lien canonique et Y est une variable aléatoire qui suit
une loi de Bernoulli, i.e.

P[Y = 1 | X] =

{
p si y = 1,

1− p sinon,

où p ∈ [0, 1] représente une probabilité dite de "succès" ou d’appartenance à un
groupe donné. Il représente également la moyenne de la loi de Bernoulli. La densité de
la loi de Bernoulli peut plus généralement s’écrire comme suit

P[Y = y | X] = py(1− p)1−y.

C’est d’ailleurs cette forme là qui nous permettra de trouver l’exemple de la fonction
de lien canonique en montrant que la loi de Bernoulli est une bien une loi de la famille
exponentielle. Pour cela il suffit d’écrire que

P[Y = y | X] = py(1−p)1−y = exp (y ln(p) + (1− y) ln(1− p)) = exp

(
y ln

(
p

1− p

)
+ ln(1− p)

)
.

Dans cette expression nous avons

θ = ln

(
p

1− p

)
soit p =

eθ

1 + eθ
, a(ϕ) = 1 et b(θ) = − ln(1− p) = ln

(
1 + eθ

)
.

On rappelle que la fonction de lien g est égale à (b′)−1 (p), où b′(θ) =
eθ

1 + eθ
soit

(b′)−1 (θ) = ln

(
1

1− θ

)
. Ainsi, nous avons g(p) = ln

(
1

1− p

)
.
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Figure 2 – Représentation graphique des fonctions logit (à gauche) et de la sa réciproque,
la fonction logistique (à droite)

La fonction g ainsi obtenue s’appelle une fonction logit et sa fonction inverse
((g)−1) est appelée fonction logistique dont une représentation graphique se trouve en
Figure 2.

Le modèle généralisé pour la loi binomiale s’écrit donc

ln

(
E[Y | X]

1− E[Y | X]

)
= ln

(
P[Y = 1 | X]

1− P[Y = 1 | X]

)
= Xβ, soit P[Y = 1 | X] =

1

1 + exp(−Xβ)
.

Le modèle de Régression Logistique, également appelé modèle logit, a été introduit
au milieu du 20me siècle [Berkson, 1944, Berkson, 1951, Cox, 1958]

9.3 Estimation des paramètres

Pour estimer les paramètres du modèle, nous maximisons la vraisemblance des
données L(β, S), où S = {x1,x2, . . . ,xm} est un ensemble de m exemples.

L(β, S) =
m∏
i=1

Pr(Y = yi | X = xi),

↓ on sépare yi = 0 et yi = 1

=

m∏
i=1,yi=1

Pr(Y = yi | X = xi)×
m∏

i=1,yi=0

Pr(Y = yi | X = xi),

↓ on utilise le fait que l’on suit une loi de Bernoulli

↓ nous n’avons que deux issues possibles

=
m∏
i=1

(
1

1 + exp(−xiβ)

)yi

×
(

1

1 + exp(xiβ)

)(1−yi)

.
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Notez que nous préférons généralement minimiser la log-vraisemblance négative
des données :

ℓ(β, S) = − ln (L(β, S)) ,

= −
m∑
i=1

yi ln

(
1

1 + exp (−xiβ)

)
+ (1− yi) ln

(
1− 1

1 + exp (−xiβ)

)
.

Ce faisant, nous trouvons la fonction de perte logistique introduite précédemment.

Dans ce qui suit, par souci de simplicité, nous fixerons g(β,x) =
1

1 + exp (−xβ)
. On est

donc ramené à résoudre le problème d’optimisation suivant

min
β∈Rd+1

− 1

m

m∑
i=1

yi ln (g(β,xi)) + (1− yi) ln (1− g(β,xi)) .

Nous divisons la perte par un facteur m afin d’être cohérent avec la notion de
moyenne des erreurs

Par rapport au modèle linéaire de régression des moulinets, il n’existe pas de so-
lutions analytiques. Cependant, le problème étant convexe, nous pouvons utiliser un
algorithme basé sur le gradient pour trouver une solution.

Apprentissage du modèle On peut calculer le gradient de la fonction ℓ par rapport
au vecteur β. On a donc

∇ℓ(β, S) =



∂ℓ
∂β0

(β, S)

∂ℓ
∂β1

(β, S)

...

∂ℓ
∂βd

(β, S)


,

= −
m∑
i=1

−yi(1− g(β,xi))xi + (1− yi)g(β,xi)xi,

= −
n∑

i=1

(
yi −

1

1 + exp(−xiβ)

)
xi.
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Nous pouvons ensuite appliquer l’algorithme de descente de gradient en utilisant
l’expression ci-dessus du gradient de la log-vraisemblance négative (on l’appellera fonction
de coût) :

β(k+1) = β(k) − η ∇ℓ(β(k), S),

k = 1, 2, . . . et η est le pas d’apprentissage.

La plupart du temps, nous utilisons l’algorithme de descente de gradient de Newton-
Raphson pour minimiser notre fonction de coût, i.e. nous utilisons la matrice hessienne
de ℓ dans notre procédure de minimisation au lieu du pas d’apprentissage η.

Cette matrice hessienne est donnée par

∇2ℓ(β, S) =



∂2ℓ

∂β2
0

(β, S) · · · ∂2ℓ

∂β0∂βd
(β, S)

∂2ℓ

∂β1∂β0
(β, S) · · · ∂2ℓ

∂β1∂βd
(β, S)

...
...

∂2ℓ

∂βd∂β0
(β, S) · · · ∂2ℓ

∂β2
d

(β, S)


=

m∑
i=1

g(β,xi) (1− g(β,xi))xix
⊤
i .

On peut exprimer la matrice hessienne sous une forme plus compacte comme suit :

∇2ℓ(β,X) = X⊤GX,

où X ∈ Rm×(d+1) est la matrice de design (matrice i.e. des données) et G ∈ Rm×m

est la matrice définie par :

G =



g(β,x1) (1− g(β,x1)) 0 · · · · · · 0

0 g(β,x2) (1− g(β,x2)) 0 · · · 0

...
. . . . . . . . .

...

0

0 · · · · · · 0 g(β,xm) (1− g(β,xm))


.

Notez qu’avec l’expression ci-dessus, la matrice hessienne est exprimée comme une
combinaison linéaire positive de matrices de Gram et est donc une matrice semi-définie
positive. L’algorithme de Newton-Raphson est donc le suivant :
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β(k+1) = β(k) −
(
∇2ℓ(β(k), S)

)
∇ℓ(β(k), S),

qui présente un taux de convergence plus rapide que l’algorithme standard de
descente de gradient à pas constant.
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Quatrième partie

Régression à noyaux
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Cinquième partie

Modèles (à effets) Mixtes
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A Définition des lois de probabilités

Cette section résume les définitions des lois de probabilités utilisés dans le cadre de
ce cours. Il n’y a pas d’objectifs précis si ce n’est de faire quelques rappels afin de mieux
comprendre l’origine des distributions de certanes variables aléatoires qui entrent en jeu.

Définition A.1: Loi normale

La loi normale est caractérisée par sa moyenne (ou espérance) µ et par sa variance
σ2. Cela veut dire que la seule connaissance de ces deux paramètres permet de
caractériser intégralement cette loi. Elle admet une densité f définie pour tout
nombre réel x ∈ R par

f(x) =
1

σ
√
2π

exp

[
−
(
x− µ

σ

)2
]
.

Dans le cas multi-dimensionnel, la densité est caractérisée par un vecteur de
moyenne µ ∈ Rn et une matrice de covariance Σ ∈ Mn(R).

Définition A.2: Loi du χ2

Soient X1, X2, ..., Xk, k variables aléatoires indépendantes suivant une loi normale
centrée réduite. Alors la la variable aléatoire X définie par X =

∑k
i=1X

2
i suit une

loi du χ2 à k degrés de liberté, notée X 2
k .

Définition A.3: Loi de Student Tk

Considérons X une variable aléatoire centrée réduite et U une variable aléatoire
suivant une loi du χ2

k, i.e. du Khi-deux à k degrés de libertés, indépendantes. Alors

la variable aléatoire Tk =
X√
U/k

suit une loi de Student à k degrés de liberté.

Définition A.4: Loi de Fisher Fk1,k2

Soient U1 et U2 deux variables aléatoires indépendantes suivant une loi du Khi-
deux à respectivement k1 et k2 degrés de liberté. Alors la variable aléatoire X =
U1/k1
U2/d2

suit une loi de Fisher, notée F (k1, k2) (à k1 et k2 degrés de liberté)
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